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RESUMEN

En estapropuestaedisefide implementoun sistemaembebidaconinteligenciaartificial

(IA) para interpretar eventos de alta impedancia y condiciones normales de corriente en
unsistemaeléctricodemediatension La basededatosparael entrenamientdelasredes
neuronales (MPL, CNN) y maquina de soporte vectorial (SVM) se generé en
MATLAB/Simulink, simulandocondicionegealesconun muestreale 500 muestragpor

ciclo, de esta formaesus6 un 80% para entrenamiento y un 20% para validacién. Esto
permitié capturar caracteristicas detalladas para un aprendizaje eficaz. Las pruebas con
datos no vistos durante el entrenamiento y reales de eventos de fallas mediante
oscilografiasobtenidoslerelésde proteccibnmostrarorprecisioneslel 65%al 95%.En

el sistemaembebidogl tiempode procesamientpromediofue de 16.9ms destacandta
viabilidad de la IA para la deteccidn de fallas eléctricas y en entornos criticos donde la

predsion es esencial.

Palabrasclaves:IA, redesneuronalesprecision

ABSTRACT

In this thesis, an embedded system with artificial intelligence (Al) was designed and
implemented to identify high impedance events and normal current conditions in a
medium voltage electrical system. The database to train the artificial neural networks of
multilayer perceptron (MPL), convolutional neural network (CNN), and vector support
machine (SVM) were generated in MATLAB/Simulink, simulating real conditions. The
sampling frequency was set to 500 samples per cycle. To train, we split the database in
80% and 20% for validation. This allowed to capture detailed features for effective
learning. An extra validation with unseen data (i.e., sensed data) and real fetnte e
sensed using an oscillographs obtained from protection relays, showed accuracy from
65% to 95%. In the embedded system, the average processing time was 16.9ms,
highlighting the feasibility of Al for electrical failure detection and in critical

environments where precision is essential.

Keywords: Al, neuralnetworks precision
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INTRODUCCION

Enlaindustriaeléctricaactual,la detecciory localizacioneficientedefallasenlineasde
distribucion eléctrica representa un desafioa garantizar la confiabilidad y seguridad
del sistemaleenergiagnesteambitolos sistemasieprotecciortienenun papelesencial
yaquedeestaglependeraislar,detectary localizareficientementdasfallas quepuedan
suscitarsenlaredeléctriala cualal estarcompuest@orlineasareasespropensasufrir

perturbaciones temporales y transitorias (Moloi et al., 2019).

La empresalistribuidoradela energiaeléctricaenla provinciade Santade Elena(CNEL

EP UN. STE) cuenta 18ubestaciones eléctricas una de ellas es la subestacion Libertad.
Estasubestacioistribuyeel suministroeléctricoatravésde 6 alimentadoresle energia

a diferentes puntos residenciales e industriales del cantén del mismo nombre. Los
sistemas de prateidn eléctrica de estos alimentadores cuentan con las protecciones
convencionales deobre corrientetemporizada e instantanea de fase y neutro las
mismas que operan a altos niveles de corrientes de cortocircuito y estan configuradas
mediante los denominad dispositivos electronicos inteligentes (IEDs). A pesar de ello,

la red de distribucion es susceptible a ciertas fallas dificiles de detectar, como la falla de
alta impedancia, la misma es un tipo de anomalia en la cual los dispositivos de
proteccién comencionales deobre corrientao detectan debido a que la corriente de
este tipo de falla se confunde con la corriente normal de operacion del sistema (Vieira et
al., 2018). Por lo tanto, resulta crucial desarrollar algoritmos adecuados para la

deteccién edentificacion de este tipo de fallas.

Una falla de alta impedancia se describe como la situacién en la que hay un contacto
eléctricoinesperad@ntreun conductorenergizadgy unasuperficieno conductoralealta
impedanciacomounacarreterasfaltadaarenayegetaciéro ramasdearbolesproducto

del contacto con estas superficies se produce una corriente muy baja, que oscila desde
unos pocos miliamperios (MA) no detectable por la protecci@oblie corrientdasta
decenasle Amperios(Shihdudheeretal., 2019a) La faltadedeteccidrdefallasdealta
impedanciaconllevaunaseriedeinconvenientes;omoel peligrodedescargasléctricas

para las personas cercanas al conductor energizado, asi como el riesgo potencial de
incendiosdebido a la formacion de arcos eléctricos resultantes de una falla de alta
impedancia (Bravo & Pham, 2017). Entre el 5% al 20% de las fallas en el sistema de
distribucion de la subestacion eléctrica en estudio corresponden a fallas de alta

impedancialo queindicaqueestagepresentamnin porcentajesignificativo. Hoy endia
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los fallos producidos pa@obre corrient® cortocircuitos han sido despejados con éxitos

por los dispositivos electronicos inteligentes de proteccion instalados en la subestacion,
sin embargo ante situaciones en la que un conductor energizado hace contacto con una
superficie de alta impedanciates dispositivos no puede identificarla y por ende no
despejarla de manera rapida, ya que estos carecen de algoritmos para detectar fallas de
alta impedancia, es por eso que resulta de vital importancia desarrollar algoritmos
computacionales que puedaevihr a cabo esta deteccién con la finalidad de que el
sistema de energia siga siendo sostenible, inteligente y confiable.

Planteamientode la investigacion (Fundamentaciérde la investigacion)

Lamejoracontinuaenla gestiony operaciordela redeléctricaesesenciaparagarantizar

su confiabilidad, sostenibilidad y continuidad. En este contexto, la adopcion de
tecnologias emergentes en el ambito eléctrico como la inteligencia artificial (1A) y el
andlisis de datos son soluciones prometedoras lpadeteccion de fallas que no son
posibles detectazon losmecanismos dproteccion convencionales. Un ejemploaste

tipo de fallas es la falla de alta impedancia, la cual se caracteriza por tener una corriente
de falla insuficiente para provocar unsghro en los mecanismos de proteccion
convencionales. No detectar una HIF (High Impedance Fault) en un corto periodo de
tiempo puede dar lugar a la ocurrencia de arcos eléctricos sostenidos y graves incendios
(Sirojan et al., 2018).

Lasfallasdealtaimpedanciaaunquecriticas,presentamn desaficsignificativo paralos

métodos de deteccion de fallas eléctricas convencionales. A pesar de la existencia de
dispositivos electronicos inteligentes de proteccion instalados en cabecera de los
alimentadores denergia eléctrica en las subestaciones y equipos de proteccion en las
lineas de distribucion, la identificacion de este tipo de fallas sigue siendo un obstaculo
debido a que en el mercado existen pocos dispositivos especializados en la deteccién de

este tpo de fallas y a los costos asociados con su adquisicién.

El potencial de la inteligencia artificial para analizar patrones complejos en tiempo real
ofrece una solucién prometedora para esta problematica, dentro de un sistema de
aprendizaje supervisado gmiede obtener una alta capacidad de identificacion de
cualquier escenario de falla o cualquier perturbacion que no sea de falla, previamente
dentro de un conjunto de datos de entrenamiento (Rai, 2021). La IA (Inteligencia
artificial) puededetectarde maneraeficientefallas de altaimpedanciapermitiendouna
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respuesta inmediata que reduce el tiempo de inactividad del servicio eléctrico,
disminuyendo la probabilidad de riesgos de incendios, accidentes personales,

minimizando asi logmpactos negativos en los usuarios finales.

Ademas, la implementacion de dispositivos que incluyen tecnologias de IA proporciona
unaoportunidadinicaparaadoptaunenfoquepredictivoenla gestiondela redeléctrica.

Al analizar datos historicos y erempo real, es posible identificar areas criticas y
anticipar posibles fallas antes de que se conviertan en problemas graves. Esto no solo
mejorara la eficiencia de los planes de mantenimiento eléctrico, sino que también allana
el camino hacia la evoluciéde las Smart Gridso redes eléctricas inteligentes,
representando esto un avance significativo hacia un sistema eléctrico mas eficiente,

confiable y adaptable a las demandas futuras.

Formulacion del problema de investigacion

¢Esposibledetectafallaseléctricaglealtaimpedancianlineasdedistribuciéndemedia

tension de la subestacion La Libertad, utilizando algoritmos de inteligencia artificial?

Objetivos

Objetivo general

Desarrollaun sistemadedeteccidn|ocalizaciény alertatempranalefallaseléctricade
altaimpedancignlineasdedistribucionde mediatension,medianteel entrenamientde
modelos de inteligencia artificial tales como redes convolucionales y perceptron
multicapa, para mejorar la seguridad, reda@mpos de respuesta y minimizar las

interrupciones en el suministro eléctrico.

Objetivos especificos

1 Recolectar el conjunto de datos de fallas de alta impedancia a partir de la
simulacion en la herramienta MATLABImulink, a través del modelado con
paranetros eléctricos reales de un alimentador de distribucion eléctrica
correspondiente a la subestacion La Libertad.

91 Desarrollar y entrenar algoritmos de inteligencia artificial que identifiquen
patrones de operacion nominal, variabilidad de carga y fallaftalenpedancia

en lineas de distribucion de energia eléctrica.



1 Ejecutar pruebas y simulaciones de los modelos de inteligencia artificial para
evaluar la precision y confiabilidad mediante las métricas de evaluacion, ante
secuencia de tilas de operacion nominal y fallas simuladas y real extraidas de
oscilografias de los equipos de proteccién instalados en los alimentadores de las
subestaciones eléctricas.

1 Implementar en un sistema embebido el modelo de inteligencia artificial con las
mejaresmétricasdeevaluaciomparaverificar sucapacidadierespuestantiempo
en la deteccion de fallas de alta impedancia.

Planteamientohipotético
¢Unsistemadeinteligenciaartificial permitirdla deteccidén|ocalizaciony alertadefallas

dealtaimpedanciaenlaslineasdedistribuciéneléctricadela subestaciohibertadenla

provincia de Santa Elena?



CAPITULO 1.MARCO TEORICO REFERENCIAL

1.1Revisiénde literatura

E I a r Higheimpedancefifault detection in mediwoltage disribution network

using computational intelligendeased classfiecs de Veer asamy, V.,
Ramachandran, R., Thirumeni, M., Subramanian, C., Othman, M., y Hizam, H. (2017)
aborda la deteccion e identificacion de fallas de alta impedancia (HIF)aeredrde
distribucién de media tensién de un nivel de voltaje de 13.8kV. Su objetivo principal es
evaluar el rendimiento de diferentes clasificadores de inteligencia computacional, como
el sistema de inferencia neurodifusa adaptativa (ANFIS) y la mageina&aores de
soporte(SVM), encomparacion cootrosclasificadoreenla detecciorde fallasde alta
impedanciaEnlainvestigaciorsemodelaa reddel alimentadodedistribucidneléctrica
trifasicoenMATLAB/Simulink, obteniendda sefialde corrientedefalla delalimentador
antediversasondicioneglefalla, incluyendoHIF, fallalineaatierra(L-G), lineaalinea

(LL), doble linea a tierra (LIG) y fallas trifasicas, que exhiben una resistencia variable
eneltiempo.Posteriormentalichasefialessometidaunprocesalemuestreaitilizando
diferentesnivelesde coeficienteslela transformadaewaveletdiscretaDWT), endonde

se extrae caracteristicas claves como la desviacion estandar (SD), teniendo en cuenta la
variacion temporal de la impedancia de falla. Dichos valores de SD se emplean en el
entrenamientdelos clasificadoreslifusos,deperceptréormulticapa(MLP), redneuronal
bayesiana (BNN), ANFIS y SVM. Finalmente los resultados revelan que los
clasificadores ANFIS y SVM son los mas efectivos, superando significativamente a los
otrosclasificadoregentérminosderendimientojograndotasasie éxitoy discriminacion

del 100%, junto con un bajo error absoluto medio (MAE) y error cuadratico (RMSE),
estos resultados sugieren que los clasificadores basados en IA son una opcidn
prometedora para mejorar la confiabilidad y la precision en la deteccion de fallas en

sistemas eléctricos de distribucién (Veerasamy et al., 2019).

En el Antificial intelligencefin classifying high impedance faults in Electrical

Power Distribution Systemn, Joga, S. , Si nha, P. ., Mahar al
analizar diferentes clasificadores de redes neuronales probabilisticos (PNN) y de retro
propagacion (BPNN) paréa deteccién de fallas de alta impedancia. Utilizando la

transformadacomplejade waveletde arbol doble o por sussiglaseninglésDT-CWT,



extrajeron caracteristicas de las formas de onda capturadas en cada bus de un sistema
radial deprueba del estandar de bus IEEE33, simulado en MATLAB, capturando las
formas de onda en cada bus bajo diversas condiciones operativas, luego aplicaron la
técnica DFCWT para la obtenciéon de los coeficientes relevantes, posteriormente
efectuaroraimplemeraciondelos clasificadoreprobabilisticosNNy BPNN deredes
neuronales Los resultados revelaron que el clasificador basado en red neuronal
probabilisticaalcanzéunaprecisiéndel 99.41%superandal clasificadobasada@nretro
propagacion el cual élvo una precision del 97.65% en la deteccion de fallas de alta
impedanciaEstoshallazgosiemuestrata eficaciade un sistemaautomatizady preciso

para detectar fallas de alta impedancia en el sistema eléctrico (Joga, Sinha & Maharana,
2019).

Ensuatticulo cientificotituladofiOn the useof artificial intelligencefor highimpedance

fault detectionand electrical safety) Wang,S.,y DehghanianP. (2020),presentaromn

un sistema de monitoreo en linea que emplea aprendizaje automéaticteteatar de
manera rapida y precisa fallas de alta impedancia en sistemas eléctricos. El trabajo
propusaunametodologiaxperimentatjueincluydla simulaciondecondicioneslefallas
dealtaimpedanciala extracciénde caracteristicastilizandola transformadavaveletde
cuadratura pseudocontinua (P8@), la deteccién y clasificacion de eventos mediante
unaredneuronakonvolucional Seutilizaronalrededode 60.000muestrasleformasde

onda generadas en el entorno MATLAB/Simulidgn un 80% de los datos para
entrenamiento, un 10% para validacion y otro 10% para pruebas de la red neuronal
convolucional. Esta red fue entrenada durante 120 épocas y logré una precision de
deteccion general del 99.98%. ElI tiempo de respuesta del aisfem de
aproximadamenté0ms,compuestgor unretardode detecciérde 33msy untiempode
procesamientadicionalde6.3msparaanalizary emitir unarespuestaobreel eventode

alta impedancia, representando de esta manera un avance significativo en la seguridad
eléctrica (Wang & Dehghanian, 2020).

En el eHgylh umghaedance flault detection device based on edge atrtificial
intelligencédeBai, H., Lin, Y., Luo, J.,Liu, H., Liu, Y.y Li, R.(2023),sedesarrolléun
dispositivo avanzado de deteccion de fallas de alta impedancia. Este dispositivo se basa
en una CPU Raspberry Pi con una arquitectura ARMv8 de 2GHz y 1GB de memoria
RAM. La comunicaciorentreel component@rincipal y el médulodedetecciordelA se

realizo a través de Ethernetde alta velocidad. Durante el procesode deteccion,el
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dispositivo envia datos de muestreo desde el modulo de adquisicion de datos al médulo
de algoritmo de IA HIF etiempo real, en formato de archivos de grabacion de ondas,
especialmente en formato COMTRADE99. Finalmente, el médulo de 1A HIF realiza el
calculo de inteligencia artificial con los archivos de onda grabados y devuelve los
resultados del evento al disposit HIF en formato de cadena JSON. En las pruebas
realizadas en condiciones reales de la red de distribucion, el dispositivo de deteccion de
fallas de alta impedancia alcanz6 una tasa de identificacion correcta del 98.6%, lo que
resalta su eficacia en latéccion de fallas (Hao et al., 2023).

E I e s Highdmpedaniie Fault Detection and Localization Using F@bnnected
Convolutional Neural Network: A Deep Learning Appraachr e al i z a-dbot, por
l., Kunya,A., ShehuG.,y Jibril, Y., (2023)propore un enfoquedeaprendizajgrofundo

para la deteccion y localizacion de fallas de alta impedancia. En esta investigacion, los
autores emplearon una red neuronal convolucional completamente conectada para
abordarestedesafioespecificomodelando/ simulandoeventosiealtaimpedanciaenla
redde33kV/11kV medianteMATLAB. El desarrolloy entrenamientaela redneuronal
convolucional (CNN) se llevaron a cabo utilizando el disefiador de redes profundas
disponible en MATLAB, sometiendo la retturonal a pruebas en diversos escenarios
por etapas. Los resultados destacan por su alta precision, con una tasa de deteccion del
99.44% y una precisién de localizacion del 99.78%. Estos resultados representan una
mejorasignificativa, deentreel 2.44%y el 3.96%, en comparacién con estudios previos

en términos de precision de deteccion y localizacion (Adlasi et al., 2023).

1.2Desarrollo teérico y conceptual

1.2.1 Tipos defallas ensistemaseléctricosde potencia

Lasfallaseléctricassecaracterizamor la desviacioranormaldel flujo decorrientehacia
un camino atipico, lo cual puede causar la interrupcién del suministro eléctrico. Estas

fallas se clasifican en:
Fallassimétricas (equilibradag)fallasasimétricagdesequilibradas)

Lasfallassimétricassonaquellagjueinvolucranlastresfasesl asfallastrifasicas(L-L-

L) y trifasicas a tierra (LL-L-g) son fallas simétricas.
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Las fallas que involucran solo una o dos fases se clasifican como fallas asimétricas o
desequilibradas. Las fallas de linea a tierrg)(Lbifasicas (LL) y bifasicas a tierra (L

L-g) son fallas asimétricas (Oza, Nair, Mehta, & Makwana, 2010).

1.2.2 Sistema dedistribucién

Un sistema de distribucion de energia eléctrica es el conjunto de elementos encargados
de conducir la energia desde una subestacion de potencia hasta el usuario final o
industrial, basicamente, la distribucion de energia eléctrica comprende las lineas
primarias de distribucion, los transformadores de distribucion, las lineas secundarias de
distribucion, las acometidas y medidores de energia los cuales son instalados en la

propiedad del cliente residencial o comercial.

Fusblesdeproteccion Transformador Lineasdemediatensior

dedistribucién \/
\ \

\\

\ Y

LR

Figural. Elementosleun sistemaledistribucionde energi@léctrica

1.2.3 Objetivos dela distribucion de energiaeléctrica

La distribucion de energia eléctrica debe realizarse de tal manera que el usuario final
reciba unservicio sin interrupciones, con un valor de tensién 6ptimo que le permita el
buen funcionamiento de sus equipos eléctricos de manera eficiente, y que la forma de
onda senoidal sea pura sin componentes armonicos. La distribucion de energia eléctrica
debe levarse a cabo con redes bien disefladas que soporten el crecimiento de la carga
(Yebra, 2010).



1.2.4 Falla dealta impedancia

Lasfallasdealtaimpedancissonuninconvenienteenlos sistemasledistribucionyaque
sondificiles dedetectary aislar.En areasde climascalidosy terrenoseco, loesquemas

de protecciondel sistemade distribucionno funcionanadecuadamentandadaslineas

areas de distribucion se rompen y entran en contacto con el piso, esto se debe a que el
piso puede estar compuesto de material de alta impedancia que restringe el flujo de la
corriente eléctrica a tierra. Por tanto, las corrientes de falla pueden ser muy pequefas,
cercanas a cero. Por definicion, una falla de alta impedancia no consume suficiente
corriente para hacer que funciones los dispositivos de proteccion convencionales como
disyuntoresrelés,fusibles,etc. Estosdispositivosde proteccionnormalmenteperan en
condiciones de sobrecarga o cortocircuito, de unos pocos cientos a mdessde
amperios respectivamente. Existen en el mercado algunos moédulos de relé de alta
impedancialisponiblesenel mercadceléctrico,perotienenlimitaciones,unadeellases

la minima corriente de pickup que es de 10 amperios, este valor tipicamaltepara

una falla de alta impedancia cominmente.

1.2.5 Caracteristicasde una fallade alta impedancia

Las fallas de alta impedancia o HIF por sus siglas en inglés, presentan caracteristicas
complejas que las diferencias de las fallas de cortocircuito tesnuhicha complejidad

se debe a las siguientes caracteristicas:

Magnitud de corriente defalla baja: La intensidad déa corrienteresultainferior alas
corrienteslepickupdelosdispositivosiesobrecorrientegstodebidoala altaimpedancia
enel puntodefalla. La bajamagnitudde corriente ddalla puedeserdificil dedistinguir
de un aumento o disminucion normal de la carga eléctrica (Milioudis et al., 2012).

Asimetria: La corriente de falla tiene diferentes valores maximosagia medio ciclo

positivo y negativo.

No linealidad: La curva que relaciona las sefales sinusoidales de voltaje y corriente
durante una falla de alta impedancia es no lineal, esto producto de los diferentes valores

de resistividad de las distinteapas de las superficies de contacto.



Buildup y shoulder: Estéa caracteristica sefiala que la corriente de falla de una HIF
incrementa de manera gradual a lo largo de varios ciclos hasta alcanzar una condicion
estable (Costa et al.025).

La presencialeconductoregsaidosusualmenteausadaor rupturasenlos conductores,

suele resultar en unadisminucion dela cargaeléctricao en unasobre corriente
temporal, como consecuencia de la caida del conductor que ertoatanto con un

objeto conectado a tierra, a menudo se manifiestan con la formacion de arcos eléctricos
en el punto de contacto.
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1.2.6 Modelos defallas dealta impedancia

En la investigacion se puede encontrar diversas propuestas para modelar las
caracteristicas correspondientasa fallade alta impedanciggntrelostipos frecuentes

se encuentran los modelos eléctricos que emplean elementos como impedancias
variablesjnterruptoresontrolados/ diodossemiconductores continuacionsedetalla
algunos de estos modelos.

Nakamogien el afio 2006 empleé un método sencillo para modelar fallas de alta
impedancigHIF, porsussiglaseninglés).Enesteenfoqueja falla sedescribemediante
unaresistencialealto valor 6hmico,cominmenteitilizadapararepresentafallasdebaja
impedancia. Sin embargo, este modelo carece de la capacidad para reproducir otras
caracteristicadistintivasdelasHIF masalla dela bajacorrientedefalla, lo quelimita su

utilidad en aplicaciones practicas.

Linear N ]

a
—
switche-
[

Figura4. Modelode HIF basado eiNakamogi(2006)

El modelo de Emanuel (1990) representado en la figura 5, esta compuesto por una
inductancia y resistencia constante en serie, seguido por la combinacion de dos diodos
conectados en configuracion antiparalelo. Cada diodo esta asociado retsdge de
voltajecontinuoenel cual,duranteel semiciclopositivo,la corrientedefalla esimpulsada
por la fuentede tensionuy, mientrasqueduranteel semiciclonegativoesimpulsadgpor
el generadocx. Dadoquela corrienteduranteel semiciclopositivoesligeramentenayor
qgue durante el semiciclo negativo, el voltajesera mayor que el voltaj@. En este
modelo la presencia de contenido arménico esta determinada por la diferencia entre las

dosfuentedevoltaje(3w= w x)y larelacionentrela reactanciaw y laresistencia,
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se resalta que ezste modelo solo se simula el fenédmeno de asimetr@alipealidad
(Santos et al., 2013).

Lin=ar

switche- =

Vp Wn

1

Figura5. ModeloHIF Emanuel1990

En el articulo (Sharaf etl., 1993) para tener en cuenta no linealidades de la impedancia
detierraseconectardosfuentesde corrientecontinua,dosresistenciaso linealesy dos

diodos en conexion antiparalelo como se muestra en la figura

Linear ]

Tt

switche- =

Figura6. Modelode HIF mostradcen (Sharafet al.,1993)
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En el trabajo referenciado en (Deryaét 2017) se introdujo un modelo simplificado de
Emanuel, tal como se muestra en la figtiral modelo propuesto tiene dos resistencias
desiguales que representan la caradtesisle la corriente de falla asimétrica, las dos

resistencias Rp y Rp modelan la resistencia de falla.

Linear |

Figura7. Modelode HIF mostrado eriDery etal., 2017)

Otro modelotipico de falla de altaimpedanciantroducedosinductanciaglistintasiy y

O¢, debido a que un porcentaje alto de los eventos de arco eléctrico ocurren en circuitos
altamente inductivos, la inclusion de estas inductancias tiene como objetivo representar
demanergreciseel ciclo denolinealidady laformaasimétricg CordobaGuzman2018)

en la curva Voltaje vs Corriente de una HIF (Zamanan & Sykulski, 2006).

Lineal

switch 8- =

Figura8. Modelo deHIF coninductancia
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1.2.7 Corrientes de falla envarias superficies

Unafalla dealtaimpedancigroducepocao ningunacorrientedefalla. Lascorrientesile

falla variande 1 a 100amperiosconunaformadeondamuy erratica.A continuacionse
muestran resultados tipicos de corriente de falla en dos sitios de prueba para un
alimentador de 12.5kV de media tens{dheron et al., 2018).

Tablal. Corrientedefalla dealtaimpedancia enariassuperficies

Corriente de
Superficie falla
7200VL-G

Asfalto seco <1A

Arenaseca <1A
Asfalto mojado 1A

Arenamojada 15A

Céspedseco 20A
Hormigon(no reforzado) 10A
Céspednojado 40A
Hormigdn(armado) 75A

Los parametros del modelo de falla de alta impedancia que representan siete tipos

diferentede superficies déalla semuestrarenla siguientdabla (Ghaderi et al2015):

Tabla2. Parametros dehodelodefalla de altaimpedancia pardiferentessuperficies

Superficie R1 m R2 m V[ V2[w)
Arenamojada 138 + 10% | 138 + 10% | 900 = 150 750 £ 150
Ramadearbol 125+ 20% | 125+ 20% | 1000+ 100 500+ 50
Céspedseco 98+ 10% | 98+ 10% 1175+ 175 | 1000+ 175
Pastoseco 70 £ 10% 70 £ 10% 1400 £ 200 | 1200 = 200
Céspednojado | 43+ 10% 43 + 10% 1550+ 250 | 1300 % 250
Hierbamojada | 33 = 10% 33+ 10% 1750+ 350 | 1400 = 350
Hormigon

(reforzado) 23+ 10% 23+ 10% 2000 + 500 | 2000 = 500

1.2.8 Redesneuronalesatrtificiales

Una Red Neuronal se define como una estructura de procesamiento de informacién que

presenta las siguientes caracteristicas:

1 Realizaprocesamientde manergaralelay distribuida
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1 Estdcompuesta por elementdg procesamientoonectadoentre si mediante
canales de informacion unidireccionales llamados conexiones

1 Cada elemento de procesamiento emite una sefial de salida que se distribuye a
través de diferentes ramas, segunressario
La sefialde salidapuede tomadiferenteexpresiommatematica
Todo el procesamiento de la informacion se lleva a cabo de manera local y
dependexclusivamentéelosvaloresdeentradaenel elementoy delos posibles

datos almacenados en su meiadéocal
Unared neuronapresentdas siguientesapacidades:

No linealidad: Indica la capacidad de las redes neuronales de ser no lineales, lo cual es

muy importante para modelar sistemas no lineales en problemas complejos.

MapeoEntradas/Salidas: Proceso de aprendizaje supervisado en el cual la red neuronal
aprende los patrones de la entrada y salida deseada, esencial para resolver problemas de

clasificacion o regresion.

Adaptabilidad: Capacidad de las redes neuronales de agustgoesos sinapticos en
respuesta a cambios en el entorno en los datos de entrada, lo que les permite aprender y

adaptarse a nuevas situaciones.

Tolerancia a fallos: Rendimiento adaptable de la red neuronal, incluso en presencia de
fallos o perturbacione$p que las hace robustas y adecuadas para aplicaciones criticas

(Moreno et al., s. f.).

W peso

a=f(wp+b)

b : bias, sesgo v offset

a: salida de la neurona

2
g
=1
) J
'-_h

I
I
I
I
I
I
p - entrada a la neurona |
I
I
I
I
I
I
I

Figura9. Modelo daunaneuronaartificial
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1.2.9 Estructura deunared neuronal

Una neurona constituye la unidad fundamental de la redaypaogia con una neurona
biologicaresaltasufuncionamientsimilar. Enla partesuperiordela figura 10 seobserva
unaneuronabiologica,compuestgor sinapsisaxon,dendritasy cuerpo.Porotro lado,

la imagen inferior muestra una neurcaxdificial, la cual actia como una unidad de
procesamiento de informacion, realizando calculos basados en conjunto de vectores de
entradas con pesos diferenté9 para generar una salida Unica. Con esta informacién
sobre la neurona como la unidad esdrigala red, es posible definir una red neuronal
como modelos matematicos que se inspiran en sistemas biologicos, adaptandolos y

simulandolos en entornos computacionales (Asensio & Bowen, s. f.).

Arborizacion axonal

\ Axdn de otra célula

Hinapsis

Diendrita

S

Sinapsis

Cuerpo de la célula o Soma

Funcion de
activacion

Figural0. Comparaciérentreneuronabiolégicay artificial

1.2.10 Tipos de arquitecturas deredesneuronales
1.2.10.1 Perceptrén Multicapa

La arquitectura Perceptron Multicapa (MPL de sus siglas en inglds Layer
Perceptrdn, consta de al menos tres niveles de neuronas, la capa de entrada, la capa

ocultay la capade salida.En unared MPL, las conexionesentre las neuronasson
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completasEstosignificaquecadaneuronalela capadeentradaestaconectadaontodas

las neuronas de la siguiente capa oculta; cada neurona de la capa coutiactse con
todaslas neuronas das capas anterigrposterior; ademas, la capasidida seconecta

con todas las neuronas de la capa anterior. Normalmente, las funciones de activacion de
lasneuronagmestaarquitecturasonlinealeso, conmayorfrecuenciasigmoidalesna

vision clara de esta arquitectura se puede visualizar en la figura 11 (Caicedo B & Lopez
S, 2009).

Input laver Laver of Laver of
of source hidden outpul
nesles NeLrons NEUrons

Figurall. Arquitecturadeunared MPL (Haykin, 2009)

1.2.10.2 RedesNeuronalesRecurrentes

Las redes neuronales recurrentes (RNNjasacterizan por la presencia de conexiones
retroalimentadas, lo que significa que la informacion puede circular a través de la red
mediantebucles Estoslazosderetroalimentaciompuederestablecersentreneuronasie
diferenteapasentreneuronasiela mismacapao inclusodentrodeunamismaneurona

a lo largo del tiempo. Esta estructura recurrente es especialmente Gtil para modelar y
comprender la dindmica de sistemas no lineales, ya que permite a la red aprender y
recordar secuenciasnt@orales o patrones de datos que cambian con el tiempo. En la

figura adjuntase muestraun esquemadipico de unared neuronalrecurrentedondelas

17



conexiones retroalimentadas estan representadas por flechas que indican la propagacion
dela informacién a través del tiempo (Serrano et al., 2010).

Capa
Capa

de entrada Capa
oculta

de salida

Figural2. ArquitecturadleunaRNN

1.2.11 Funcionesde activacion de redesneuronales

Pormuchoqueseintenteconectaneuronasinadetrasde otra,no selograriaunamejora
significativa respecto al uso de una sola neurona. Esto se debe a que la ecuacion 1
representanafuncionlineal,y cualquiercombinaciérdefuncionedineales siguesiendo

una funcién lineal.
G= oo+ Q=B 0F et @ Ec.1

Dondex esel vectorde entradaala neuronay el vectorw y b sonparametrogonocidos

COMO Pesos y sesgo respectivamente.

Sin embargo, para introducir un componente que permita obtermnyoortamiento
global no lineal en la red, es necesario agregar una funcién adicional al comportamiento
dela neuronaEstecomponentseconocecomofuncidondeactivacionguesonfunciones
no lineales que toman como entrada la suma ponderada de laan@yrdavuelven la
salidafinal o activacioncomo®= "Qqd) . Existendiversasfuncionesdeactivacionsiendo

las mas destacadas la unidad lineal rectificada, la tangente hiperbdlica y la sigmoide.
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12111 Unidad Lineal Rectificada

La funcion ReLU, también identificada como unidad lineal rectificada, es una funcion
guepermanec@alteradgoaravaloresdeentradgositivos,y devuelveunvalordeO para
entradas negativas. En consecuencia, se caracteriza por ser udéa &utrozos (Ver

ecuacion 2), continua y derivable en todo su dominio, a excepcidr de

QG = {oq w 0 Eco
0, w<O0 '

5 . . Fl:mcit':nI de Acltivacic:m ReLlU .
451 :
4k 1
35 :
3l ]
Xo5¢ 1
2 r 4
1.5 b
1k 1
05 1
s 4 s 2 4 o0 1 2 5 4 3

Figural3. Funciénde activaciérReLU

1.2.11.2 Tangentehiperbolica

Lasalidadelafunciénhiperbdlicaestéacotadantre-1y 1,y essimplementel resultado

de aplicar la funcion trigonométrica tangente hiperbdlica.

"Aa) = tanh (@) Ec.3

1 Funcién de Activacion Tangente Hiperbdlica
T T T T T

08

06

0.4 r

0.2

ofF

fix)

0.2

-0.4

-0.6

-0.8

A . T . . . 1 . I
-5 -4 -3 -2 -1 0 1 2 3 4 5
X

Figural4. Funciéndeactivaciontangentehiperbdlica
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1.2.11.3 Sigmoide

Es habitual encontrar esta funcién de activacion en las capas de salida de las redes
neuronales destinadas a clasificacion, ya que dicha funcién limita la salida a valores

dentrodelrangode0 al (PastoRuiz,2021),la ecuaciom muestrda funcionsigmoide.

1

— Ec.4
1+Q®

Q) =

1 Funcion de Activacion Sigmoide

Figural5. Funcionde activaciorsigmoide

1.2.12 Que esla inteligencia artificial

La inteligenciaartificial suele definirse como la capacidad de las computadoras para
realizar tareas que normalmente requieren inteligencia humana. Sin embargo, una
definicionmasdetalladala IA sepuededescribircomola habilidaddelasmaquinagpara
emplearalgoritmos, aprender datos y aplicar ese aprendizaje en la toma de decisiones,
emulandasiel comportamientthumanolLa capacidadielascomputadorag programas

para aprendey tomardecisiones es un aspecto de vital importadeiana IA, gracias a

esta capacidadedps sistemagde IA puedenrealizaruna ampliagamade tareascon

tasas de errores significativamente menores (Rouhiainen, 2018).

Lainteligenciaartificial tieneaplicacionesécnicagpotencialegjueestancreciendcenla

actualidad:

1 Reconocimientoglasificaciony etiquetadaleimagenes

1 Mantenimientgredictivo
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1 Procesamienteficiente yescalablale datos

91 Detecciony clasificaciondeobjetos

Proteccidrcontraamenazas deeguridactibernéticg Rouhiainen2018)

Inteligencia artificial

Robotica Vision artificial Medicina

Figural6. Ambitosdondesepuedeutilizar inteligenciaartificial
1.2.13 Tipos de Aprendizaje automéatico

Aprendizaje supervisada Esteenfoqueimplica entrenamiente@onun guiao profesory

utiliza informacion global.Se proporcionan pares de vectores de entrada y salida
deseados. Leed calcula unaalidaguesecomparacon lasalidadeseada, y los pesos de
lared seajustan paraninimizarel error.Esteproceso seepiteiterativamentehastaque

la diferencia entre la salida calculada y la deseada sea lo suficientemente pequefia.

Aprendizaje No supervisado En este caso, no se utiliza un guia o profesor y solo se
empleanformacionlocal duranteel procesaleaprendizajeEsteenfoqueseasemejanas

al sistema bioldgico, ya que no se requiere un vector de salida esperado. El algoritmo
ajusta los pesos de manera que las salidas sean coherentes, es decir, que, para entradas
similares Ja redgeneresalidassimilares Esteprocesaextraecaracteristicaal identificar
propiedades comunes en el conjunto de datos y agrupa los datos en clases segun

similitudes.

Aprendizaje de Correccion de Error. En este tipo de aprendizaje, se ajustan los pesos
deconexionentrelasneuronasrtificialesenfunciondela discrepanciantrelos valores

deseados y los calculados para cada neurona de la capa de salida.
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Aprendizaje por Refuerzo: Similar al aprendizaje de correccién de error, este enfoque
tambiénajustalos pesosdeconexionenfunciondel error, perodifiere encomoseutiliza

la informacion de error. Mientras que el aprendizaje de correccion de error utiliza
informacion de error especifica para cada neurona de la capa salida, el aprendizaje por
refuerzo utiliza informacion de error mas geheaxa guiar el desarrollo de la red. Este
enfoqueesadecuada@uandono sedisponedeinformacionespecificasobreel error,pero
secuentaconinformacionglobalsobreel rendimientodela red,comoenaplicacionesle

prediccién y control (GoOmeQuesada et al., 1994).

1.2.14 Métricas de andlisis

Las métricas en los sistemas de inteligencia artificial permiten evaluar y comparar los
algoritmos desarrollados. Estas métricalusdamentan principalmenen las etiquetas

de anomalias y normalidad asignadaada punto de datos. Sin embargo, aunque los
algoritmosentrenadopuedergeneraunasalidabooleanasinounamedidanuméricade
anomalia, indicando cuan diferentes es el punto de dato en comparacién con los demas
(Lu & Lysecky, 2017).

1.2.14.1 Matriz de confudén
Lamatrizdeconfusiénesunrecurscensistemaleinteligenciaartificial, queevalliacomo

unalgoritmodeclasificacidbnsecomportaal distribuirlosvaloresrealesy laspredicciones

en cuatros escenarios diferentes, basados eradables:
Verdaderm Falsoparalos valoresactuales

Positivo o Negativo para las predicciones

Prediccion
Positivo | Negativo

Verdaderos Falsos
Positivo | Positivos | Negativos
Observacion (VP) (FN)

Falsos Verdaderos
Negativo| Positivos | Negativos
(FP) (VN)

Figural?. Matrizde confusion

Loscriterios derivadoslela matrizde confusiérsonlos siguientes:
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Verdadero Positivo (VPcurre cuando se predice que es positivo y realmente lo es,

indicando una clasificaciéon correcta.

Verdadero Negativo (VN): Ocurre cuando se predice que es negativo y realmente lo es,

indicando una clasificaciéon correcta.

Falso Positivo (FP): Ocurre cuandose predice que es positivo, pero en realidades

negativo, lo que representa una clasificacion incorrecta.

FalsoNegativo (FN): Ocurre cuandose prediceque es negativo,pero en realidades

positivo, lo que representa una clasificacion incorrecta.

1.2.14.2 Sensibilidad

Esta m®trica de aRedlb siirsdiccoan olcd dar apmpamoc ifi- n
positivosquefueronidentificadoscorrectamentpor el algoritmodeinteligenciaartificial
(Powers, 2008). Se determina mediante la ecuacién 5:

YQO &AL f"w Ec.5
o 600

1.2.14.3 Precision

TambiénconocidacomofiAcurracyo serefiereal valor quepermiteconocetel porcentaje

de la data de entrada que fue clasificado correctamente. La optima precisién para un
modelo viene dada por el valor de 1 mientras que para una pésima precision es 0 (Choo
& Dehghantanha, 2020). Se calcula mediante la siguiente férmula:

6 T oy w v OFE®D
OWOol l=WWww Ec.6
@ G+ OB "OG+ ® 0

1.2.14.4 Especificidad

Representa la proporcion de casos negativos que fueron correctamente identificados
como negativos. Unalta especificidaghdicaque el modelo que el modelo tiemenos

falsos positivos, es decir, clasifica correctamente la mayoria de los casos negativos
(Sokolova et al., 2006). Se calcula mediante la ecuacion 7:

0i A QdHEARDOHQ Ec.7

® G+"00
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1.2.145 Exactitud

TambiénconocidocomofiPrecisiord por sutérminoeninglés,evallaqueproporcionde

las predicciones positivas del modelo son realmente correctas comparandolas con todas
las predicciones positivas hechas pbmodelo. Esta métrica proporciona una vision de
cuanconfiablessonlasprediccionepositivasdel modelo.Unaaltaprecisionmuestraque

el modelo esté realizando menos predicciones positivas incorrectas, esto indica que hay
menos casos en lo que mlodelo clasifica incorrectamente un caso negativo como
positivo. Mediante la ecuacion 8 es posible calcular esta métrica:

01 Q(:)Q:l_ﬁf_u 3 Ec.8

® B&"00

1.2.14.6 F1-score

La métricaF1-scorecombinaprecisiony sensibilidacenunasolamétrica,lo quela hace
muy util cuando existe una distribucidén desigual de las clases. Se calcula mediante la
siguiente féormula, como se muestra en la ecuacion 9:

YQOXDA Q1 QO QE ¢
YQORHIAQOQI Q¢ ¢

"aA=2x Ec.9

Esta métrica nos proporciona una visiotegral de la capacidad de un modelo de
inteligencia artificial parananejardiferentes clases,@ntinuacion, muestran los cuatro

posibles casos para cada clase:

Alta precision y sensibilidad: el modelo clasifica correctamente la clase de manera

congriente.

Alta precision y baja sensibilidad: el modelo puede no detectar bien la clase en general,

pero cuando lo hace, tiene una alta confiabilidad.

Bajaprecisiony altasensibilidadel modelopuededentificarcorrectamentta clase pero

al mismotiempo incluye muestras de otras clases en las predicciones.
Bajaprecisiony sensibilidadel modelo ndograclasificarcorrectamentéa clase.

1.2.14.7 ROC-AUC

La curvaROC esun graficoquemuestracOmoun modelode clasificacionsedesempefia

en diferentesumbralesde decision.La métricaprincipal, el AUC (Area Bajo la Curva
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ROC), compara modelos al medir cuan bien pueden distinguir entre clases. En la curva
ROC, la sensibilidad que indica la tasa de verdaderos positivogsfgsgn el eje Y
mientras que la especificidad que denota la tasa de verdaderos negativos en el eje X.

Lainterpretacion de esta métrisadivide dela siguientemanera:

Un valor cercano a 1 indica que el modelo es excelente con una gran capacidad para

distinguir entre las clases positivas y negativas.

Un valor cercano a 0.5, sugiere que el modelo carece por completo de capacidad para
separar las clases, lo que representa el peor escenario, ya que el modelo no puede

discriminarcorrectamente entre la clase positiva y negativa (Steen, 2020).
L0y T == -

0.6}

False Positive Rate

{|/ —— Weakly supervised NN, AUC=0.88
| —— Fully supervised NN, AUC=0.88
Feature 1, auc=0.77
g Feature 2, auc=0.70

Feature 3, auc=0.78

0.0 0.2 0.4 0.6 0.8 1.0
True Positive Rate

Figural8. CurvaROC(Dery etal.,2017)

1.2.15 Sistemasembebidos

Un sistema embebido, también conocido como sistema empotrado, es un dispositivo
electrénico, diseflado parajecutar funciones especificas, a diferencias de las
computadoras de proposito general que estan destinadas a cubrir una variedad mas de
necesidades. Ejemplos de sistemas embebidos incluyen dispositivos como controles de
humedad/ sistemaglealarmasLa programaciorde estospuederealizarsalirectamente

en el lenguaje del microcontrolador, lenguaje C, Python, utilizando compiladores
especificosEnocasionessepuederemplealenguaje®rientadosobjetoscomoJAVA,

aunque esto no es tan comun, ya qog programas de los sistemas embebidos
generalmente estan disefiados para procesamiento en tiempo real, donde la velocidad de
respuesta es critica (Sanchez & Alberto, 2023).
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CAPITULO 2. METODOLOGIA

2.1 Contextodela investigacion

La subestacion La Libertad ubicada en la provincia de Santa Elena perteneciente a la
cabecera cantonal del canton que lleva el mismo nombre, es un punto de conexién del
sistema eléctrico de la provincia antes menciona, la cual se encamgasfermar el

nivel de tension de alta (69kV) a media tensiéon (13.8kV) para de esta forma transportar
y distribuirlaenergianediantdaslineasdedistribucidéneléctricaa cadaunodelos puntos
geograficos de su zona de operatividad (Ver figura 1Mst@ade dos transformadores
depotencia dd.2 y 20MVA de capacidad respectivaments, cualepermitensuplir la
demanda energética a través de los seis alimentadores de distribucion y un alimentador
detransferenciale cargainstaladosn cabecerdela subestacion eléctrica. Cadao de

los alimentadores de distribucion de energia esta conformado por un dispositivo
electrénico inteligente de medicion, proteccion y el interruptor de potencia (Ver figura
20) el cual interrumpe el paso de corriente amteeles altos de cortocircuitos,

protegiendo de esta manera la instalacion eléctrica de cada uno de los alimentadores.

Figura20. Tablero demedicion,proteccion, interruptode potenciaalimentadores
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Laslineasdedistribuciénenergizadapor los respectivogransformadoredepotenciade

la subestacion, representan un eje fundamental en el transporte del suministro eléctrico
(Ver figura 21), ya que mediante estas se conectan laascdeglas areas residenciales,
comerciales e industriales a las cuales se debe asegurar la eficiencia, confiabilidad y
continuidad del sistema eléctrico, para esto se encuentran instalados dentro de las lineas
de distribucion reconectadores trifasicos ynofdsicos, los cuales no solo protegen
contra sobrecorrientes y sobrecargas, sino que también reportan al sistema SCADA las
anomalia® fallos enlaslineasteniendade estamaneraunasupervisiérremotadel flujo

de energia en campo del sistestéctrico.

Figura2l. Lineas ddistribucioneléctrica

2.2 Disefioy alcancede la investigacion

La propuesta contempla en primera instancia el modelado del sistema eléctrico de
distribucién de un alimentador de alta densidad correspondientsubédatacion La
Libertad utilizando MATLAB/Simulink con edoolboxde elementoSimPowerSystems

la cual contiene elementos de potencia importantes tales como fuentes de corriente
alterna, transformador de potencia, lineas de transmision, conductorasasiste
medicion, elementos vitales para el modelado del alimentador de distribucion. El
modelado considera datos reales de niveles de tension de la subestacion, longitudes y
tamafio de los conductores eléctricos, capacidad de los transformadores deidistribu

tomados del sistema Geoportal de la Corporacion Nacional de Electricidad.
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En el disefio de la propuesta se considera un tipo de investigacion experimental,
considerando la aplicacion de un modelo de falla de alta impedancia cantéier
valoresde pardmetrogléctricoscorrespondienteslasdistintassuperficiesle contactoa

las cuales puede presentarse una falla en diferentes puntos a lo largo del alimentador de
distribucion,manipulandaleformacontroladdasdiferenteformasdeondasinusoidales

de corriente y voltaje, magnitud de corriente RMS nominal y de falla, lo que permitir4
tener un conjunto de datos amplio de entrenamiento con el que se pueda desarrollar y
evaluar un algoritmo de inteligencia artifitipara la deteccion de estas fallas en

particular.

El alcance de la investigacion se basard en un enfoque exploratorio y descriptivo. En el
primero, se abordara el entrenamiento y desarrollo de las distintas arquitecturas de
inteligencia artificial, comdas redes neuronales multicapa (MPL), convolucionales
(CNN) y maquina de vector de soporte (SVM), estas serdn comparadas mediante las
diferentes métricas de rendimiento y precision al evaluar la deteccion de fallas de alta
impedancia. En un segundo enfocglealcance de la propuesta se basa en describir
detalladamente las caracteristicas esenciales y predominantes en las fallas de alta
impedancia, tales como la asimetria de la onda sinusoidal de corriente y la no linealidad
obtenida del entorno de simulagiGMATLAB/Simulink al evaluar el sistema de
distribucién eléctrica del alimentador en diferentes escenarios de prueba.

2.3Tipo y métodos denvestigacion

Esta propuesta mantendra un enfoque cuantitativo, ya que a través de la simulacién del
sistema de districion de uno de los alimentadores de energia en el entorno
MATLAB/Simulink, se recolecta las medidas de voltaje y corriente con la finalidad de
identificar formas de ondas entre ambas mediciones y patrones de fallas en las ondas
sinusoidales que permita @sta manera identificar la presencia de una falla de alta

i mpedancia para posteriormente efectuar une
falla de alta i mpedancia presente en | a |2
presento una contddn de operacion normal del sistema y en otros casos un aumento de

demanda eléctrica en el alimentador de energia.

La metodologialela investigaciérhipotéticedeductivoseempleaparadeterminassi, al
utilizar inteligencia artificial especificamente r@ala deteccion de fallas de alta

impedanciagstagpuedempredecirsg detectarselemaneraeficiente.Conesto,sebusca
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probar la hipétesis planteada que permita verificar si las alertas de fallas derivadas de la
inteligencia artificial mejoraran la toma de decisiones para el restablecimiento del

suministro eléctrico en un tiempo 6ptimo.

Ademas, del enfoque hipotétideductivo se utiliza la metodologia analitica ya que se
efectia un analisis de la data obtenidaladsimulacion del sistema eléctrico de la
subestacioantediversosescenariodevariabilidaddecargaeléctricajnyecciondefallas

de diferentes superficies como césped, ramas de arboles, concreto, para de esta forma
extraer las caracteristicas querpiiran el entrenamiento y desarrollo de un algoritmo

de aprendizaje profundo idéneo para el sistema de deteccion de la falla eléctrica en
estudio.

2.4 Poblacion ymuestra
La poblacion que se considera en esta propuesta se detalla en la Tabla 3barcaal
los alimentadores de distribucidn eléctrica instalados en la subestacion Libertad.

Tabla3. Poblaciéndela propuesta

Alimentador Tio Extension KVA
Transformador | Subestacion /Nombre P Troncal

s Alimentador Instalados

Alimentador [km]

La Libertad 1/ Acacias Distribucién | 3.48km 5MVA
LaLibertad 2/ Propicia | Distribucion | 3.72km 5MVA

T1 3/Zona
16/20MVA La Libertad Industrial Distribucion | 4.12km 5MVA
4/General

La Libertad Enriquez Distribucion | 4.36km SMVA
La Libertad 5/Libertad | Distribucion | 3.93km SMVA

T2 LaLibertad | 6/PuertoNuevo| Transferencig 3.20km 5MVA
10/12.5MVA 7/Petro

LaLibertad Peninsula Distribucion| 2.15km SMVA

La muestra seleccionada para efectuar las simulaciones, adquisicion de datos de
entrenamienty caracteristicas relevantds lasfallasdealtaimpedancia, consistnla

seleccion de dos alimentadores de distribucion eléctrica, en este caso los siete
alimentadores poseen ucapacidadnstaladade SMVA porlo queseselecciona dos de

alta demanda eléctrica, ademas se toma en consideracion que estos abarcan la zona
comerciakeindustrialdelcantonLibertad,zonadevital importancigparael sostenimiento

econdmico de la cabecera cantonal del canton.
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Los alimentadoreseleccionadosemuestraren lasiguientetabla.

Tabla4. Muestraseleccionada

Alimentador Tio Cantidad de
Transformador | Subestacion /Nombre P Trafos de
s Alimentador | . .. P
Alimentador Distribucion
3/Zona
T116/20MVA La Libertad Industrial Distribucion 156
T210/12.5MVA | LaLibertad 5/Libertad Distribucion 120

2.5Estructura dela basede datospara el entrenamientode la inteligencia artificial

La base de datos que se emplea para el desarrollo del sisteémteligencia artificial
consiste en la recoleccion de valores muestreados de la onda sinusoidal de corriente de
cada una de las fases-BAC) del alimentador de distribucién eléctrica modelado en
MATLAB/Simulink. La frecuencia de muestreo base de la sioiafadel alimentador

seréde 50kHz, de esta forns® tendré sefiales lo més similares posiblas eontinuas.

Teniendo en cuenta esta frecuencia base se adquieren 500 muestras por ciclo de la onda
de corriente durante un tiempo aproximado de 16.6 segwadgsie al abarcar este
numerode muestragesposiblecaptamminuciosamentéas caracteristicanominalesy las
caracteristicaguedescriberunafalla de altaimpedanciapbteniendaunasimulaciénde
alrededor 1000 ciclos y 500000 muestras en total de cada sinusoidal del sistema
trifasico. Dentrode estacantidadde muestrase encuentran incluidésrmasde ondade
operaciomormaldelflujo depotenciadelalimentadoy formasdeondasdefallasdealta
impedancia, las cuales son separadasliante ventanas de datos cada dos ciclos. A
continuaciongnla siguientetablasedetallala estructuralela basededatos autilizar en

la propuesta, la cual data de simulacion ante diferentes superficies de contacto a la cual
se puede producir unallfade alta impedancia.
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Tablab. Estructuradela basede datosparael entrenamientalel sistemade prediccion

de fallas
Superficiede . . Fase
pfaIIa Clgleos No. de ci)lglr(;iigr? No. de

imggggﬁcia falla muestras nominal muestras| A | B| C
ramadearbol 480 240000 520 260000 | X | X | X
céspedseco 480 240000 520 260000 X
pastoseco 480 240000 520 260000 X
céspednojado 480 240000 520 260000 | X
hierbamojada 480 240000 520 260000 X
concretoreforzado| 480 240000 520 260000 | X
Total, muestras 1440000 1560000

Delatabla5 setieneuntotal de1440000muestrasecolectadagueconformandatoscon
caracteristicadefallasdealtaimpedanciay 1560000muestrasieflujo nominaldecarga

sin falla en el sistema de distribucion, en conjunto esto da un total de 3000000 muestras
las cuales seran ingresadas para el desarrollo del sistema de inteligencia artificial,
teniendo en consideracion que 2400000 son para el entrenamiento del sisGady 6
parael testeode estaformasetieneun 80%paratrain y un 20% paratestdel sistemade
inteligencia artificial.

Tabla6. Ventanaglefallay operaci6mominalparael entrenamientalel sistemade
prediccion de fallas

Falla dealta Flujo decarga
impedancia nominal
Superficie de falla
de alta impedancia No.deventanasde | No.deventanasde
datos datos
ramadearbol 480 520
céspedseco 480 520
pastoseco 480 520
céspednojado 480 520
hierbamojada 480 520
concretoreforzado 480 520
g;)ttgls, ventanasde 2880 3120
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2.6 Metodologiade desarrollo

La metodologia que se lleva a cabo en esta propuesta consta de cuatros fases las cuales

se detallan a continuacion:

2.6.1 Fase 1: Simulacién y visualizacion de datos del sistema eléctrico en
MATLAB/Simulink

Previo al desarrollo de la primera fase se efectta la busqueda de informacién en lo que
concierne a los parametros eléctricos de la subestacion Libertad, tales como aeimer
alimentadores de la subestacion, numero y capacidad de transformadores de potencias,
calibredel conductorjmpedanciasiela lineadedistribucion,extensiorenkilémetrosde
losalimentadoreszonasdeoperatividaddela subestacioy cargainstaladaalo largodel
alimentador de energia. Teniendo esta informacion de vital importancia se desarrolla en
el software MATLAB/Simulink el modelado del sistema de distribucion de energia de
los alimentadores mediante el uso de bloquesTdelboox SirRowerSystemsl| cual
permitird simular sistemas de potencia y de esta forma simular flujos de carga, en
diferentes escenarios como operacion nominal de carga en un 50%, 75%, 100% y
condiciones de falla de alta impedancia considerando varias superfi@egue lel
conductorenergizadgpueddgenercontactoconestoseprocuraabarcaunagrancantidad
deescenariogn condicionalesominalesy defalla, formasde ondassinusoidaleslelas
variables eléctricas de voltaje, corriente y conjuntos de dates permitan el

entrenamiento y desarrollo del sistema de prediccion de fallas de alta impedancia.

2.6.2Fase2: Procesamiento daelatos

Enestafasedenominad&rocesamientde Datos,Jos datosobtenidoglelassimulaciones
efectuadaesnMATLAB/Simulink, sealmacenamnunaestructurale datosconextension
.mat.Estaestructura&ontendrdasmuestragorrespondienteslasvariablesdecorrientes
delasfasesA-B-C, asicomolasvariablesdesalidacodificadasiemanerébinaria,donde

A0O0 iarucksiemai a de falla y Aldo presencia de

Una vez obtenida esta estructura de datos, se procede al procesamiento mediante
codificacion en MATLAB para separar cada una de las variables eléctricas mediante
ventanagle datoscadadosciclos,conun solapamient@ntreellascadaciclo (Ver figura

22). Este enfoquetiene como objetivo capturarcaracteristicaselevantesde la onda
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sinusoidal tanto en condiciones de operacién nominal como de falla. Ademas, cada
ventana de datos conteeruna salida, lo que facilita la deteccion de anomalias y

condiciones de fallas durante el andlisis entre una ventana actual y la siguiente.

Lafigura23 muestrade maneragloballa descripciordel conjuntode datosqueseutiliza
parael entrenamientale la IA,donde cadaentanade datos eprocesady guardadale
formamatricialy seexportaa un archivo.csv.Estearchivocontendranultiplestensores
con los datos de entrada de la variable eléctrica de corriente yrespoordiente salida

binaria, estos datos son utilizados para el entrenamiento del sistema de inteligencia

artificial.
Corriente Fase A
ey ————— """"‘!—'ﬁ
50'/ : : /\ Corriente Fase A
VN Y\ y \
N / /i N/
O S . N A D N N
Corriente Fase B
—— e - I
100 e e —r—— =R -=— Corriente Fase B I—
50 ZNT 7N :
| VAR BN / I \ 1/ |\
-/ \ 1/ NI \
AN B =
Corriente Fase C
O I
0 _: I I Corriente Fase C
: 1
| |
- I
=10 ! |
| - j— 0.06
Offset=0
Figura22. Separado ddatosmedianteventanagoverlap50%)
Datos de entrada Clasedesalida
Ventana 1000
., . Tensor 1000 [-1.2, 05, 0.7, 1.4, 2.5...8.4] 0
Datos de operacidén nominal y de 10001000 oot
falla diferentes superficies de alta
impedandia 0 &
*Rama de arbol -T— Ventana 3
*Césped seco
*Pasto seco Ventana 2 1
*Césped mojado Ventana 1
*Hierba mOjada Valores muestreadosdela ondade cordente 0
*Concreto reforzado Temor116,05,0.1 12,2352 "

Figura23. Descripciéndataset parantrenamiento dalistemade prediccion

33



2.6.3 Fase 3: Desarrollo, entrenamiento y evaluacién del sistema de inteligencia
artificial

La tercera fase de la propuesta comprende el desarrollo, entrenamiento y evaluacion del
modelodeprediccionde fallasdealtaimpedanciaEstaetapaselleva a cabomedianteel

usodela herramient&oogleColabparael desarrolloy ejecuciérdecodificacidonPython,

en este lenguaje se usa las libreriakatas, tensorflowpara disefiar arquitecturas de

redemeuronalegspecificaparaestaaplicacioneléctricatalescomoMPL, CNNy SVM.

InicialmentesedesarrollarainaredMPL, seguidadeunaCNNy SVM , dondeseajustara

la arquitecturavariandolascapasocultas,ntermediag funcionesdeactivaciéon.Unavez
definidas las arquitecturas el 80% de los datos de entrada seran utilizados para entrenar
losmodelosnunintervaloentrel00a150épocasonlafinalidadqueel modeloaprenda
patrones entre | os valores de eAdamwr,ad@ue

ajusta automaticamente las tasas de aprendizaje.

Al finalizar el entrenamiento se evaluara el rendimiento de los modelos de inteligencia
artificial obtenidosutilizandométricascomoprecision perdidasmatricesde confusion,

curvas de aprendizaje. Ademas, se incorporaran nuevos datos de operacion normal y de
falla, paradeterminarel modelo6ptimo capazde detectary clasificarlasfallaseléctricas
endiferentesescenarioEEsimportantemencionaqueestafaseesun procesaterativoel
cualgarantizda obtenciénde un modeloconfiabley conaltaprecisionparala deteccion

de las fallas de alta impedancia en sisteithe potencia.

2.6.4Fase4: Desplieguedel modelode inteligencia artificial

Esta ultima etapa del proyecto se centra en el despliegue del modelo de inteligencia
artificial en un sistema embebido tal como una tarjeta Raspberry Pi 4, en esta mediante
codificacion Python se cargara el modelo de inteligencia artificial 6ptimo (archivo .pb)
paraleersecuenciadedatosdeoscilografiagecolectadaderelésdeprotecciondefallas

reales de alta impedancia suscitadas en las lineas de distribucion auirétiteno

trimestre.

Duranteestagpruebasemedirael tiempode procesamientde datosy tiemponecesario
para que el sistema realice predicciones de la clase de salida. Ademas, se efectuaran
pruebas con un relé de proteccidon, aplicando corrientes al@wity de fallas de

cortocircuitomedianteunamaletade inyeccionde corrientessecundariaEstopermitira
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verificar la capacidad del modelo para operar en condiciones normales y fallas de

diferentes caracteristicas a las qumedtelo no fue entrenado originalmente.

Estas pruebas son cruciales para validar el rendimiento del modelo de inteligencia
artificial ante situaciones criticas y reales de operacion, lo que permitira asegurar su
eficiencia en la deteccion y clasificacion lds fallas eléctricas de alta impedancia en

tiempo real.

La figura 24 y 25 muestran el diagrama de flujo y de manera detallada las fases a
desarrollar respectivamente en la presente propuesta.
Inicio

¥
| Levantamients de informaridn paramatros eléctricos |

¥
slmmlacion dal siztema de distrioacian elecimico en
MATLAE Simmbink. e condicionss nomales v de falla

| Procesamisnto de datos {matrices, vantanas, tensgras) |

| Inzreso del confumto d datos (80% traim, 20% test)

Definicion micial arquitectura da rad neuransl
|

Entrenamiznts madela
?
Premnﬁ
f st 1‘305"1:1
Evaluaciin del modsl I-.Iudjﬁ-:auuude]am'qmtecrmde]a Ted neuronal
Lacion oEl MOcei0 ton Aumento o dismiancion de epocas da train
data de testen |
X
F'redl-:u-:unes o
N odifcacion da 1a ‘ Dazpliegne dal modele anun zistema embebido |
anquitectura de 1z rad
nenroal. Pruebas da fimcionsmisnto
Aumentn o dismimacidn ¥
da epocas de train ' - . ]
Evahacion del rendimiento ante condiciones
B nominales reales vde falls
¥
Fin

Figura24. Diagramaleflujo fases déa propuesta
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CAPITULO 3.DESARROLLO DE LA PROPUESTA

3.1 Andlisis del sistemaeléctrico de distribucion de la subestacion Lalibertad

Para desarrollar el sistema de inteligencia artificial capadetiectar fallas de alta
impedancigenlaslineasdedistribucidéneléctrica,esfundamentakvaluarinicialmentela
demanda promedio de corriente eléctrica que presentan los alimentadores de energia
eléctricadela subestaciérEn la figura 26, sevisualizan las corrientegpromediodurante

el mes de enero de 2024 de todos los alimentadores, en donde la demanda promedio de
amperaje abarca entre los 60A y 100 respectivamente. Se opta por seleccionar el
alimentadoZonalndustrialel cualbordeaunademandalecorrienteentrelos 77Ay 100.
Ademasgdichoalimentadosuministraenergiaal sectorindustrialy residenciatlel canton

la Libertad, por lo que es seleccionado para desarrollarlo en el entorno de simulacion
MATLAB/Simulink, y posteriormente siular fallas de alta impedancia en diferentes

localizaciones del alimentador y condiciones de demanda eléctrica.

Corrientes promedio alimentadores subestacion La
Libertad

120

100

—e— Alim. Acacias | promedio
Alim. Propicia | promedio

Alim. Zona Industrial |
promedio

Corriente [A]

Alim. Gral. Enrigquez |
40 promedio

—e— Alim. Libertad I promedio

20
—a— Alim. Petropeninsula |
promedio

Dias

Figura26. Demandale corrientealimentadoresorrespondiente al meeenero2024
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En el modelado del alimentador Zona Industrial se consideran datos reales tomados del
sistema geoportal, tales como capacidad y fase de conexion de los transformadores de
potencia de distribucion, distancia en kilbmetros del conductor de la troncal @riycip

el respectivo calibre del conductor.

El alimentador Zona Industrial suministra energia eléctrica a los clientes residenciales e
industriales del cantdn La Libertad, es un alimentador urbano con una extension de la
troncal de aproximadamente 4.12 krosee una potencia instalada de 4MVA, mientras
gue la demandamaxima considerada en enero de 2024 fue de 2876 kVA
respectivamentel_as caracteristicaprincipalesde estealimentadoisemuestraria tabla

7.

Tabla7. Caracteristicadel alimentadoZonalndustrial

Caracteristicasprincipales del alimentador Zona
Industrial
Caracteristica Descripcion
Alimentador Zonalndustrial
Subestacion LaLibertad
Extension 4.12Km
Conductor dela troncal 4/0 AWG
MVA instalado 4 MVA
Factor de potencia 0.97
Demandapromedio 2000kVA
Demandaméaxima 2876kVA
ngl-l;{:)_ 10E MAYCD, ; i {
PANORAN i EpaNESCO ) : A I
I 1 P PE;\%MIAI.IL :ZIZRCII L‘.'I$_ N -‘ o
. E'EIE(-_'.‘:-'RI.LI;‘ A0 ENERD ';IC" LILIL-EI[-EEEAF:. R : |
? _ o e 114_;% “‘.‘::EL_IE_L; S$AN GREGORIO ! A
I o g If
I . boscuE Log sAUGE T I ]
LS —_’\ﬂ?,_ = [y — 1- 5- B |y .-

EHI:

5
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GOMZALEZ
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BRI AY

CORDILTERA AUTODROMOD

DEL CONDER

Alim. Zonalndustrial

LOS RECUERDOS
LAZ PALMERAS VIRGEN
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Figura 27.Distribuciongeogréaficade la zonade coberturadel alimentadorZona

Industrial



3.2Modelo para simular fallas de alta impedancia

El estudiodelasfallasdealtaimpedanciano esunatareafacil ya querecolectadatareal
deestetipo defallasincluyeaccederndatahistoricadeeventodetal magnitudsuscitados
anteriormente, 0 por consiguiente ensayar con esquemas reales de proteccidnyeléctrica
conductores energizados suele ser una tarea con un grado de dificultad. Por lo tanto, el
uso de modelos que permitan obtener las caracteristicas relevantes que se presentan en
una forma de onda de una falla alta impedancia, emerge como una soluciérparabl
representalascaracteristicade estefendmenolascualesdeberestarbienrepresentadas
(Ramiro, s.f.), ademas varias investigaciones relevantes tienen como base el modelo
basado en diodos (Shihabudheen et al., 2019b), (Kujur & Bi2@AY).

En esta propuesta se opta por el modelo de Emanuel (Sekar & Mohanty, 2017) el cual
consisteendosdiodos,dosfuentesdetensidénde corrientecontinuay dosresistenciaso

lineales, ya que dicho modelo representa adecuadamente las caractaléstivas
linealidady asimetria, caracteristicasesentes en ueventode altaimpedancia. En esta
configuracionmostradaenla figura 28, la conexiénantiparalelacondosdiodosenserie,
permiten simular los periodos cero que ocurren durante la asimelri@go eléctrico,
mientras que las dos resistencias y las fuentes de tension de corriente continua de
diferentesvalorespermitenrepresentala naturalezalela asimetriadela corrientedeuna

falla de alta impedancia. Ademas, se utilizandasametros de la tabla 2, en donde se
simulara las diferentes superficies no conductoras a las cuales puede estar expuesto el
conductorenergizadoparade estaformatenerun conjuntogeneralquerepresentepstas

fallas eléctricas.

HIF

D1

Figura28. Modelosdeccionadgarasimularfallasdealtaimpedancia

El esquema para obtener los datos que contienen las caracteristicas de una falla de alta

impedancissemuestraenla figura29,la mismagueilustrala forma emueseinyectala
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falla en un punto de la linea de la troncal del alimentador, en diferentes ubicaciones, las
mismasguesehanconsideraal 25%,50%0 75% deextensiordela troncalprincipaldel
alimentador, donde se resalta que todas las pectaries a simular son fallas de alta

impedancia monofasicas a tierra.

Transformador Relé d
de Potencia R e
o FOMVA proteccion AliMentador Load

= De
F\J 13.8kV distribucion Z> Z>‘ %
: ' :k

Bl

Inyeccion de falla [—F
de alta impedancia ;

]

Figura29.Esquemaarasimularunafalla dealtaimpedanciaénla lineadedistribucion

del alimentador

3.3 Sistema eléctrico del alimentador seleccionado en la herramienta
MATLAB/Simulink

El modelado del alimentador eléctrico de distribucion Zona Industrial, se efectia en la
herramienta MATLAB/Simulink, en este entorno se procede a construir el sistema
eléctrico mediante los respectivos bloques disponibles ldsrdaia SimPowerSystena
continuacion se enumera los respectivos bloques a utilizar y su posterior configuracion
enel entornodesimulacion paradeestamanerabteneunadatasintéticalo mascercano

a lo real, que contenga datos de una noxuaiente de operacién y de una onda de

corriente que se produce en un fenémeno de falla de alta impedancia:

ThreePhaseSource
ThreePhaseTransformer (Twavindings)
Voltagey currentmeasurement
ThreePhasePi SectiorLine

SeriesRLC Load

= 4 a4 4 -
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9 Linear Transformer

1 Scope

Enel sistemeeléctricode potenciadela provinciade SanteElena,anivel delaslineasde
subtransmision, se maneja un alto voltaje de 69000V (69kV) linea a linea, a una
frecuenciade 60Hz.Medianteel bloqueThreePhaseSourcemostradda siguientefigura

30, es posible modelar esta fuente de alimentacion trifasica con dicho nivel de tensién
gue ingresa a la subestacion eléctrica.

Block Parameters: Three-Phase Source X

Three-Phase Source (mask) (link) o)

Three-phase voltage source in series with RL branch.

Parameters ~ Load Flow

Configuration: |Yg

AR Source

|W 1 [] specify internal voltages for each phase
ch

ThroeFhass Souree Phase-to-phase voltage (Vrms): 69000
Phase angle of phase A (degrees): l:l

Frequency (Hz): | 60 |

v
< >

Cancel Help Apply
Figura30. Configuraciondel bloquede suministroeléctrico eraltatension

Estevoltajedealtatensionesreducidoaun nivel masbajo,enestecasoun nivel demedia
tension de 13.800V (13.8kV), mediante el transformador de potencia instalado en la
subestacion eléctrica (Ver figura 32), para de esta fdistabuir la energia a través de
lasredededistribucidneléctrica Estetransformadoestrifasicodeunapotencianominal
20000000vA (20MVA), conunatensionnominalprimaria69kV y unatensionnominal
secundarid 3.8kV,operandaunafrecuenciebOHz. El transformadoesdetipo exterior

y tiene una conexion Dynl.

La conexion Dynl indica que el devanado primario estd conectado en delta (D), el
secundario en estrella (Y) con el neutro accesible y un desfase de 30 grados entre los

voltajes ddinea del devanado primario y el secundario (nl).

Es fundamental resaltar que estos parametros y caracteristicas del transformador de
potencia son importantes paiaentorno de simulacion mediante el blodireee Phase
Transformer TweéwVindings(Ver figura 31). La precision en el modelamiento de los

componentegue conformanel sistemaeléctricoen estudioasegurainarepresentacion
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fiel del comportamientaeal del sistema,lo que permitiria obtenerdatostotalmente
fiables.

Block Parameters: Three-Phase Transformer (Two Windings) X
Three-Phase Transformer (Two Windings) (mask) (link)

&~ This block implements a three-phase transformer by using three single-phase
Set the winding ion to "Yn' when you want to access the neutral

point of the Wye.
Click the Apply or the OK button after a change to the Units popup to confirm the
B '_I-tmversm O PRt == = = o o e e
1
| Configuration  Parameters

c D1 Yg h '_: Winding 1 connection (ABC terminals): Delta (D1)

o

Winding 2 connection (abc terminals): Yg
Three-Phase Source Three-Phase Core

Transformer Type: Three-limb core (core-type) v
(Two Windings) (1) simulate saturation

“ Cancel Help Apply
- Lo :

Block Parameters: Three-Phase Transformer (Two Windings) >
Three-Phase Transformer {Two Windings) (mask) (link)

This block implements a three-phase transformer by using three single-phase
transformers. Set the winding connection to "Yn' when you want to access the neutral
point of the Wye.

Click the Apply or the OK button after a change to the Units popup to confirm the
conversion of parameters.

1
| Configuration Parameters

:Un'lts SI

1

I Nominal power and frequency [ Pn{VA) , fn(Hz) ] [20e6 , 60 ]
1

Winding 2 parameters [ V2 Ph-Ph(Vrms) , R2(Ohm}) , L2(H) ] 3e+03 9.52 0.084225] :

Magnetization resistance Rm (OChm) 1.080492+06

OK Cancel Heln

Annlv

Figura3l. Bloquedesimulacion, transformadate potenciade dosdevanados

Figura32. Transformador dpotencia ddéa subestaciéha Libertad
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LosrespectivosEDsinstalado®nlasceldasdemediatension(13.8kV)dela subestacion

son responsables de la medicidon precisa de corriente y voltaje de cada alimentador,
utilizando los datos proporcionados por los transformadores de corriente (TC) y
transformadoredepotencial(TP) correspondiente@/er figura34). EstosIEDs procesan
lassefales analdgicas de los TC y TP, convirtiéndolas en datos digitales que pueden ser
analizados y monitoreados. Parra llevar estos datos al entorno de simulacion y obtener
los valores muestreados, se emplean bloques de medicion de variables eléctricas como
currenty voltajemeasuremer(iVer figura 33). Estos bloques de medicién son cruciales

en el entorno de simulacion, ya que con estos se adquiere toda la respectiva data que se

ingresara en el entrenamiento de las redes neuronales.

- vab
Voltage Measurement

§

+

@ e
v2 -

Voltage Measurement1

* v

. vea
Voltage Measurement2

C* Current Measurement3 V3 -1

Figura 33. Sistemas de medicion de amperaje y voltaje en el entorno
MATLAB/Simulink

Figura34.|EDs demedicién yproteccion
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El siguientepasoenel desarrolladel modelodel sistemaeléctricoesla representaciode

las lineas de distribuciéeléctrica. Estas lineas estan compuestas por conductores que
transportan el suministro eléctrico desde la subestacion hasta los transformadores de
potenciadesectory dealli hastacadaunodelos clientesresidencialegs industrialeqVer

figura 36). EBtas lineas deben ser capaces de permitir el paso de la corriente nominal en
méxima demanda de energia en los alimentadores de distribUgi6oalibre del
conductorqueseencuentranstaladoenla troncaldelos alimentadoreslela subestacion
Libertad s de 4/0 AWG ACAR Aluminium Conductor Alloy Reinforcgcdeste tipo de
conductor es ideal para minimizar las pérdidas de energia y soportar las condiciones
ambientales adversas.

En el entorno de simulacion, para modelar este elemento de la red eléctrica, se utiliza el
bloqueThree Phase Pi Section Lirneste bloque permite simular el comportamiento de
unalineadetransmisiory dedistribucion,proporcionandasiunarepresentacidrealista

de las caracteristicas fisicas (longitud de la linea) y eléctricas (frecuencia, resistencia,

inductancia, capacitancia), tal como se muestra en la Figura 35.

[*4] Block Parameters: 39.6m x

connected between input and output terminals and two sets of
shunt capacitances lumped at both ends of the line.

| RLC elements are computed using hyperbolic corrections yielding an
exact representation in positive- and zero-sequence at specified
frequency only. To obtain an extended frequency response, connect
several PI section blocks in cascade or use a Distributed Parameter
line.

Parameters

I
Eag oo }_SEES‘ = IgE Line length (km): 0.039
C [ C [+ !
- 1
1
1
.

Frequency used for ric specification (Hz): 60 L
Positive- and zero-sequence resistances (Ohmsfkm) [ r1 r0 ]z :

[ 0.2936 0.05] I
L]

0K Cancel Help Apply

Figura35. Configuraciénbloque Thred’haseSectionLine

Figura36. Lineas déistribucion de media tensigi3.8kV)
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Luegodeimplementael bloquequesimulalaslineasdedistribucién seprocedeaanadir

los bloques correspondientes a los transformadores de distribucion y las respectivas
cargaseléctricas conectadas a lo largo del alimentador de energia (Ver figura 39). Para
ello, se realiz6 un levantamiento de informacion sobre la ubicacion de estos

transformadores, lo que permitié ingresarlos al entorno de simulacion.

Dependiendalela capacidd deltransformadodecadasectordel alimentadoenestudio,

se configura el respectivo blogue con la capacidad de potencia correspondiente y la
potenciade consumo dk carga. Estpotenciade consumo sagjustade acuerdeon las
condicioneslecargaquesesimulen(Ver figura38).Enestecaso seingresaranliferentes
condiciones de demanda eléctrica con niveles de amperaje del 25%, 50% y 80%, lo que
permitiraadquirirdiferenteformasdeondaennormaloperaciory defalla dela corriente
eléctrica. Las capacidades de los transformadores de sector instalados en la red de
distribuciéndel alimentadorcominmenteson de potenciade 10kVA, 15kVA, 25kVA,

37.5kVA y 50kVA, los mismos que se simulan mediante bloques en la herramienta
Simulink (Verfigura 37).

Corriente de entrada
Caorriente Fase

o & i —
-p a 2
medicién corriente in
1
=

Transformador de sector

25 kVA

=

Voltaje Salida

240y carga eléctrica
23 W 4KVAr s

Figura37.Bloquesde simulacion transformador ddistribucion

Block Parameters: Transformador de sector 25 kVA : ock ::'-|'E meters: 5i|' £5 :._: L:_: d
» D Linear Transformer (mask) (link)
Implements a three windings linear transformer. Series RLC Load (ITIBSk} (|II'1|()

Corrients da e Click the Apply or the OK button after a change tc

nte Fase to confirm the conversion of parameters. Implements a series RLC Ioad.

fjN SN EEE EEN EEN EEE EEE SN EEE BN S el

Parameters I I I

%’ S 1| Parameters  Load Flow I
’ Nominal power and frequency [Pn(VA) fn(Hz)]: I I Nominal Voltage vn (vrms}: 7060.9 I
[25e3,60] | I l

2} g Winding 1 parameters [V1(Vrms) R1(pu) Ll(pu)]l I Nominal frequen(‘f fn (H Z]: &0 I
[7969.9 0.01,0.03] |

vansforrggir:;Ade set'o Winding 2 parameters [V2(Vrms) R2(pu) LZ(pu]]I I Active power P (W): 24e3 l
L [120,0.02,0] J I |

e s J Inductive reactive power QL (positive var):  2e3 I

Windina ¥ narameaters N3 rmsY R 1 3motl- S I

OK Cancel H I

i Capacitive reactive power Qc (negative var): 0

JEEN BN N S .
n

Figura38. Configuraciéndel bloquedetransformadotinealy cargaseléctricas
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7.5KVA

— 50kVA "

30kVA

-~

P& 25KVA
Ineid

Figura39. Simulacionde cargasconectadasn elalimentadodedistribucion

Figura40. Transformadorededistribucionde sector

El modeloconstruidoenla herramientadMATLAB/Simulink utilizadoparala simulacion
y adquisicion de datos de condiciones de nominal operacion y de presencia de falla de
alta impedancia en la onda de la corriente eléctrica, se puede visualizar a detalle en el
Anexo 1, en donde se ilustra el sistema eléctrico de distribuciérredpéctivo

alimentador seleccionado, con los bloquesidailacion empleados en esta seccién 3.3.
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3.4Desarrollo delos modelosde inteligencia artificial

Para el desarrollo del sistema de prediccion de falkediante IA, se llevé a cabo un
procedimientcestructuradogcomosemuestraenla figura 41.Esteprocedimientaonsta

de cinco pasos fundamentales, donde cada uno es determinante y de vital importancia
para garantizar la eficacia y precision dertagdelos de redes neuronales.

Despliegue vy desempefio

Conjunto de datos con
del sistema ante nuevos

presencia de falla

y condiciones normales i &,
e e

Pasos para el desarrollo de los modelos de inteligencia artificial i
i
'

r._._._._._._._._._._._._._._._.l
Il. ! Extrctiie Preprocesamiento ST e Evaluacio || .
! caracteristicas, ; del modelo : : R
| | i

gl = Tl il L M O U o B

Figura 41. Estructura del desarrollo de los modelos de inteligencia artificial en la

propuesta

3.4.1Extraccion de caracteristicas

Durante la simulacién del sistema eléctrico de distribucion de un alimentador de la
subestacion eastudio bajo diferentes condiciones, se adquieren las ondas sinusoidales
de las variables eléctricas de voltaje y corriente. Cada punto de estas sefiales eléctricas,
muestreadas a 500 muestras por ciclo, se almacenan en estructuras de datos dentro del
software MATLAB/Simulink.

De los escenarios de fallas planteados en el apartado 2.5, se pueden visualizar las
siguienteondassinusoidaleslevoltajey corriente endiferentesuperficiesde contacto

y condiciones de capacidad de carga al 25, 50, y 80%. Emtakciones reflejan la
variacion en la demanda de amperaje que el alimentador puede soportar, siendo el 80%

la maxima capacidad de demanda de amperaje registrada.

Al simular un evento de falla de alta impedancia en las fases del alimentaploedse

visualizaren la figura 42, que las ondassinusoidalesiel voltaje entrelineaspresentan
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deformaciones periddicas. Estas deformaciones indican una alteracion en el
comportamiento normal del sistema eléctrico. Por ejemplo,falléase presenta en la

fase A, se crea un desbalance en el sistema trifasico, lo que provocara que la fase C
presentalistorsioneslebidoala interconexiorentrelasfasesy la necesidadle mantener

en equilibrio la sumatoria de voltajes en el sistentenAas, se presenta una caida en el
nivel devoltajedebidoalos cambiosenlaimpedanciagjuesepresentamiuranteunafalla

de alta impedancia (Ver figura 43).

%10% vab Lado Secundario
2 f I I —
2k | | | =
x10* vbc Lado Secundario
2 T T T
1+ i
o i
A= -
2 | | | _
x10% vca Lado Secundario
2F T T T T T T T =
0 \/\M/\
= L L L 1 | | _
397 398 3.99 4 4.01 4.02 4.03

Figura 42. Voltajes de linea de pre falla y falla al simular un evento denpkdancia
en la fase A del alimentador.

x10° Vab RMS
- ‘- - | R Y
x10* Vbc RMS

\ | \
1.2 ] ! Vbe RMS [

11| U | I ]
L 1 | ]

W - ho W

Vca RMS

| I | I
10000 Vca RMS [
5000 | |
ok | | |

Presencia o ausencia de falla

1F \ } ! I 3
0.5 Presencia o ausencia de falla | -

: | ; f
0 1 2 3 4 5 6 7 8

Figura43.Nivel de voltajeeficazencondicioneshormalesy defalla
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En la siguiente figura se puede visualizar las corrientes de fases del sistema trifasico, en
esta la fase B muestra una fermle onda caracteristica de una falla de alta impedancia,

de la cual se puede extraer las siguientes caracteristicas:

Asimetria: Se muestra en la figura 45, que el pico positivo y negativo de la onda de

corriente son diferentes al presentarse un evernattalanpedancia.

Formadeonda(Verfigura44):LaformadeondadelafaseB sedistorsionanotablemente
encomparaciorconla ondade corrientedelasfasesA y C. Estadistorsiénesprovocada
por elementos no conductores como ramas de arhmassys, hormigon, entre otras

superficies, que introducen no linealidades y armonicos en la onda de corriente.

Corriente Fase A

T i
Corriente Fase A|

Corriente Fase B
T

(=]

A

Corriente Fase C

50— I T I T A
Corriente Fase C
o i
-50 = f f f f f t t f t |
0.99 1 1.01 1.02 1.03 1.04 1.05 1.06 1.07 1.08 1.09

Figura 44. Corrientes de pre falla y falla de alta impedancia (Superficie: rama de arbol,

Capacidad de carga del alimentador: 25%)

Asimetria

Pico positive Pico negativo

Pnasaa

e | .

Mo linealidad

Cormente Fase B

100~ i 1 T T 1

Figura4b. Caracteristicas desimetriay nolinealidad erunafalla dealtaimpedancia
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El valor de la corriente eficaz al presentarse un evento de alta impedancia presenta un
aumento de amperaje en su magnitud, dicho aumento bordealaanttea 100 A
dependienddela naturaleza superficiede contactadel objetono conductor(Ver Tabla

1). Enel escenaricimuladodondesemodeloel contactadela lineaconvariassuperficies

no conductoras, incluyendo pasto seco y mojadejssmliza un aumento de 55 y 22
amperios aproximadamente en la fase A y B respectivamente (Ver figura 46). Estas
corrientedefallassonmuy bajasy no sonsuficientegparaprovocarun disparoqueaisle

la zonadela falla, esto selebea quelassuperficiepresentamunaaltaresistencigy baja

conductividadlo quelimita el flujo decorriente dandocomoresultadainabajacorriente

de falla.
la RMS
120 ‘ -
100~ la RMS | |
80— —
60— —
40— —
20 \ i \ \ ]
Ib RMS
T
50— K ) Ib RMS [
40— —
30
20 L
Ic RMS
| [ I
301 T lc RMS [
201 —
101 —
ot ‘ | | |
Presencia o ausencia de falla
1 T T I 3
0.5 | Presencia o ausencia de falla
0 : | ! :

0 1 2 3 4 5 6 7 8

Figura46.Valor RMS encondicionesle prefalla y falladealtaimpedancia

De las caracteristicamalizadas en las figuras anteriores, se opta por considerar la onda
de corriente, ya que presenta las caracteristicas relevantes de asimetria y distorsiones en
la forma de onda, las cuales son notorias en una falla de alta impedancia, lo cual puede
ayuda ala detecciérdelasfallasendescripcionConestascaracteristicag; mediantda
recoleccion de datos de las simulaciones realizadas con las diferentes superficies no
conductoras de alta impedancia, se forma el conjunto de datos pateeebmiento de

las redes neuronales.
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3.4.2Preprocesamientade datos

En esta etapa, la onda de corriente en condiciones normales y condiciones de falla es
segmentada en ventanas, permitiendo capturar las caracteristicas y patrones asociados a
las fallas de alta impedancia. Este procedimiento incrementa la cantidad de datos
disponibles para el entrenamiento del modelo, lo que puede mejorar la capacidad del
modelo para generalizar y detectar fallas con mayor precision. Dado que la onda es
sinusoidatonunafrecuenciade60Hz,el tamafiadela ventanaseestablecendosciclos
yaqueenel apartad®.4.1seobservéguelas caracteristicade asimetriay nolinealidad
sonperiodicagdurantda falla. Ademasseingresaun traslapesntreventanagquivalente

a un ciclo, permitiendo asi monitorear el estado anterior y el actual de la corriente

eléctrica.

Las figuras 47 y 48 muestran el primer paso del preprocesamiento de datos, el cual
implicaunenfoquedeventanaleslizanteaplicadolassefialesinusoidaleslelasfasesA,

B y C de corriente nominal y de falla. Este enfoque permite obtener una representacion
adecuadaelos datosenformadeventanasCadaventandieneunaduracionde 2 ciclos

de la onda sinusoidal de corriente y contiene 10@@s o caracteristicas (con una
frecuencia de muestreo 500 muestras por ciclo). Dado que una HIF provoca pequeias
distorsionegnla formadeondadela corrienteeléctrica,contarconunagrancantidadde
caracteristicamejoralascapacidadedegeneralzaciény detecciordel sistemadelA, lo

gue permite obtener un sistema robusto.

Ventanal
5o 2 Cietes— ‘ ]
Corriente Fase A
200~ T Corriente Fase B [
Corriente Fase C
150 n Ventanas ' 7
100
50
| / \
-50
-100— =
150 - —
214 216 218 22 222 224
1ciclo 2 ciclos

Figura47. Enfoqueleventanadeslizante, corrientes di@sesde normaloperacion
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Figura48.Enfoquedeventanaleslizantecorrienteslefasesconfalla dealtaimpedancia

Cada una de las sefales de corriente de las respectivas simulajemgadas se
almacenarnunaestructuraledatosdenominadautenel espacialetrabajoMATLAB.

Para ello, se crea el codigo que se muestra en la figura 49, en el cual se extraen las
muestrasledatosy sealmacena&nunavariable.Luego,medianteunciclo for, serealizan
iteracionegjuepermiten crealasventanaslie datosde 1000caracteristicasadauna, en

la queseobtieneunamatrizde datosquecontieneel nimerodeventanala muestradela

sefial analdgica de corriente corredpectivo traslape entre ventanas cada 500 muestras
(Ver figura 50). Este procesa se realiza en cada simulacion, considerando los diferentes
tipos de superficie de alta impedancia y las diferentes fases del sistema trifasico.

%separacidn de datos de la estructura
IA=out.IA.signals.values;¥variable que contiene las muestras de datos de corriente
®AGREGAR EL OVERLAP A LOS DATOS DE LA CORRIENTE FASE A
% Definir el tamafio de la ventana y el solapamiento
tamano_ventana = 1808;%1800 muestras dos ciclos
solapamiento = 58@; %5088 muestras por ciclo
% Calcular la cantidad de ventanas que se crearan
num_ventanas = floor((length({IA) - tamanoc_ventana) / solapamiento) + 1;
% Inicializar la matriz para almacenar las ventanas
ventanas_IA = zeros{num_ventanas * tamano_ventana, 1);
% Generar las ventanas con el solapamiento requerido
for 1 = 1l:num_ventanas
indice_inicio = (i - 1) * solapamiento + 1;
indice fin = indice_inicio + tamano_ventana - 1;
ventanas_TA((i - 1) * tamano_ventana + 1:1 * tamano_ventana) = IA(indice_inicio:indice_fin);
end
% Etiquetar cada ventana
etiquetas_ventanas = repelem{(1l:num_ventanas)', tamano_ventana, 1);
matriz_DATA IA= [etiquetas_wentanas, ventanas_IA];
IA_MAGNITUD=[wventanas_IA];%vector columna 9990@@x1

Figura49. CodificacionenMATLAB paracrearlasventanasle datos
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Muestras de la

Name » | matriz_DATA_IA seflaldecorriente
DATA No.Ventane ~ [ 999000x4 double . !
B || DATA PROCESADA de datos =~ ik itk TS I" "3"':
matlab_DATA_TEST.ma T—] | I I
matlab_DATA_TESTZ.mat 209941 21 1 0366 -40.6172| |
matlab_DRY GRASS_B.mat 20995: 2 : 0,35%5 ~37.2000 :
R mo6) 21 1 036G 55M0 |

- matlab_WET GRASS_B.mat e 2 036 -30.3800 :
matlab_WET SOD_A.mat *’—09‘5'3: 21 : 03686  -27.1986 |

= | ENTREMAMIENTO DIFEREMTES SURFACES 20999 211 ﬂiﬁliﬁ -23.8006 :
matlab_DRY_GRASS.mat 210000 21 | 0.3666 -23.3006 |
matlab_dry_sod.mat 21001 22 : [HH%} -18.1029 :
matlab_REIM_COMNCRETE.mat W 210021 22 1 0.3500 -18.1029 |
matlab_REINF_CONC_&.mat (MAT-filg) ~ | 21003 2 : ﬂ.35411 46622 :
21004 22 : 0.3501 -11.2116 |

Mame = Yalue 21003 2 1].35[:1 -7.7438 :
T indice_inicio_T SA... 499001 " *’—1‘3'”5: 2 : 0.3502 -4.2676 1
H mMaTRIZ CLASE 999000x2 double 21007 22 ‘135‘{2 -0.7867 :
1 matriz_DATA_IA 210081 2 : 0.3502 -0.7867 |
ﬂ matriz_DATA_SALL.. 9990002 double gmg.g:__ 2 0.250 — — —2.4340.0

llustracion 50. Matriz de datosque contieneel nimerode ventanay las muestrasde

corriente

Una vez obtenido el vector columna @®9000x1 datos, se toma el vector
IA_MAGNITUD para reorganizarlo en ventanas de datos de 1000 caracteristicas,
obteniendo asi un tensor de dimensiéon 999x1000 (Ver figura 51). En esta nueva
representacion, cada fila corresponde a dos ciclos de la sefaidaiude corriente la

cual, conteniendo muestras tanto en condicion nominal como en condicion de falla.
Posteriormentegstetensorseguardaenun archivoCSV, el cualserviracomoentradale

datos para el entrenamiento de la red neuronalfiytaa 52).

HREALIZAR EL VECTOR DE 999x1006
# Calcular el ndmero de filas necesarias
num_filas = numel{IA_MAGNITUD) / 1008;
% Inicializar un nuevo vector fila
IA MAGNITUD_fila = zeros(num_filas, 1@@@);
% Recorrer el vector columna y llenar el vector fila
for 1 = 1:num_filas
indice_inicio = (i - 1) * 18080 + 1;
indice_fin = 1 * 1@68;
IA_MAGNITUD fila(i, :)} = IA_MAGNITUD(indice_inicio:indice_fin)"';
end

Figura51. CodificacionenMATLAB paracrearlasventanasle datos
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% Nombre el archivo CsV

nombre_archivo = 'CORRIENTES MNORMAL y FALLA REIM CONC_FASE A.csv';

% Directorio de salida

directorio_salida = "C:\Users‘\OneDrive\Escritorio’\SIMULACION\DATA ENTREMAMIENTO IANDATA';
* Ruta completa del archive CSV

ruta_completa = fullfile(directoric_salida, nombre_archiva);

*% Guardar la matriz en el archive CSV usando csvwrite

csvwrite(ruta_completa, IA_.'-'uAGNITUD_‘Fila];l

Figura52. CodificacionenMATLAB paraguardarel conjuntodedatosenun archivo
Ccsv

La figura 53 muestra un bloque de datos procesado softelare MATLAB el cual

contiene las muestras de condiciones normales y fallas de alta impedancia. Este bloque

de datos al macenado en |l a variable tipo ve
999x1000, contiene 999 ventanas y 1000 caracteristicas, engeagiaetrias y no
linealidaddela ondadefalla dealtaimpedancia. Denanerasimilar, seconstruyerotros
conjuntosdedatoscondiferentessuperficiesddefallasy condicionegde carga(Ver Tabla

8) procesados de manera vectorial, con el fin de obtenamplio conjunto de datos y

caracteristicas para el entrenamiento de la red neuronal.

MName matriz DATA _|B I_IB_I\«“IA_GI'iTUD fila_ _I.
—— -_______________—_—_—_—_—_—_—_—_—_1

matlab_DATA_TESTZ2.mat Al [ 99%:¢1000 double

[ matlab_DRY_GRASS B.mat | :
matlab_DRY_SOD_C.mat 1 1 2 E 4 5 6 7 8 9 0 -
matlab_REINF_CONC_Amat 1 OLTAZA 917424 923030 920445 933639 93620 4339 943389 94743 952201
matlab_WET_GRAS5_B.mat 1 2 -91,3560 -91.9314 -02.4860 -93.0195 -93.5319 -93.5319 -94.0230 -94.4927 -94,9409 -95.36?5I

EN;‘;;'J"”SI—:"'E ij?éotiﬁgﬁ?ritﬁssu : 3 915501 -021186 -92.6662 -02.6662 -03.1926 -936979 -94.1819 -94.6445 -05.0855 950855

104.3237 -104.3237 -105.0567 -105.7648 -106.4479 ~107.1057 -107.7379 -107.7373 -108.3444 -102.92...
ENTRENAMIENTO 1A i 1
IA J 5 1038192 1045685 1052933 1059932 106679 -106.6679 107.3173 -107.9410-108.5389 -109.11..|
§39 CORRIENTES_NORMAL y FALLAc.. | 6 -104.0687 -104.8100 -105.5266 -105.5266 -106.2182 -106.8846 -107.5255 -108.1407 -108.7300 -108.73..
EL] DATOS OPERACION_NORMAL SL..  §| 7 1043218 -104.3218 -105.0548 -105.7629 -106.4460 -107.1039 -107.7361 -107.7361 -108.3426 -108.92..]
B3] DATA.csv Il 8 1038181 -104.5675 -1052923 -105.9921 -106.6669 -106.6669 -107.3162 -107.9400 -108.5378 -109.10...}
3] DATAxlsx : Y0l @ -104.0677 -104.8090 -105.5255 -105.5255 -106.2172 -106.8835 -107.5244-108,1396 -108.7289 -108.72..]
matlab DRY_GRASS B.mat (MAT-file) A I 40 1043208 -104.3208 -105.0537 -105.7619 -106.4450 -107.1028 -107.7351-107.7351 -108.3416 -108.92..}
11 -103.8171 -104.5664 -105.2912 -105.9911 -106.6658 -106.6658 -107.3152 -107.9383 -108.5368 -109.10...:
Name Value 12 -104.0666 1048079 1055245 1055245 1062161 1068825 -107.5234 -108.1386 -108.7279 108.72..,
EH 18_con_ ventana 0000002 double A | 13 -1043197 -1043197 -105.0527 -105.7608 -106.4440 -107.1018)-107.7340 -107.7340 -108.3405 -108.92...
o BMAGNTUP o 202000 il o | 14 1038160 -104.5654 -105.2002 -105.9900 -106.6648 -106.6648 -107.3141 -107.9370 -108.5357 -109.10..
FH 1B_MAGNITUD fila & 15 -104.0656 -104.8069 -105.5235 -105.5235 -106.2151 -106.8814 -107.5224 -108.1376 -108.7268 - 108.72...]
LEE'.'nH.'ce_ o 16 -104.3187 -104.3187 -105.0516 -105.7598| -106.4429) -107,1007 -107.7330/-107.7330 - 108,3395 - 108.92...]
oo som connnn = 5 N R _N &R _§ &R _§ &R _§ § &N &R _§ &R N &R _§N R _§ ¥ § § 4 N § & N _§N N N _§N J

Figura53. Matrizdeun conjunto delatos de operacidgmominal y ddalla

Las simulaciones se realizan mediante 1000 ciclos, lo que corresponde a 16.6s de
simulacion del sistema eléctrico en MATLAB/Simulink. En estas simulaciones, se
modelan fallas de las diferentes superficies de alta impedancia en varios instantes de
tiempo,asegurandan equilibrio entrelos datosnormalesy defalla queseutilizaranpama

el entrenamientdela redneuronal De estamaneraal entrenael sistemadeinteligencia
artificial, se pueda obtener un modelo capaz de clasificar correctamente las diferentes

condiciones del sistema eléctrico (presencia de falla 0 normal operacion).
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Tabla8. Conjuntos delatos par&l entrenamientalel sistemadeinteligenciaartificial

Conjunto de datospara el entrenamientodela IA
Superficieno No.Ventanas No. Condicion Fase
conductora sin falla ventanas de falla
con falla carga

ramadearbol 520 480 80% C
céspedseco 520 480 50% A
pastoseco 520 480 50% A
céspechumedo 520 480 25% B
pastomojado 520 480 25% B
hormigonreforzado 520 480 25% C
Numero de ventanas 3120 2880

Numero de muestras 3120000 2880000

Posteriormente, se realiza la codificacion de las salidas del modelo de inteligencia
artificial para clasificar los estados del sistema. En este caso, se definen dos variables
categoricasausenciy presencialefalla dealtaimpedanciaEstasvariablessecodifican
mediante clases, donde la clase 0 representa la ausencia de falla y la clase 1 indica la
deteccién de una falla de alta impedancia (Ver figura 54). Esta codificacién binaria
permite una interpretacion clara y digeae los resultados, al evaluar el modelo de
inteligencia artificial, lo que facilita una respuesta rapida y precisa en el monitoreo y

diagndstico del sistema eléctrico.

L e et i e
Current Folder '\‘_'.'I M Editor - untitled2.m
Mame SALIDA_EVALUADA
matlab_DATA_TESTZ.mat - 9991 double

matlab_DRY_GRASS_B.mat

| |

Al 1

1 1

matlab_DRY_S0D_C.mat i 1 2 :

- matlab_REINF_CONC_A.mat : m 1 I
matlab_WET_GRAS5_B.mat I 112 1 1
matlab_WET_SOD_A.mat 1113 1 1
ENTRENAMIENTO DIFERENTES SURFACES e ; I
ENTREMAMIENTO 1A 1 ]
1A I 115 1 I
E39 CORRIENTES_NORMAL_y_FALLA.csv 1|16 1 |
o DATOS_CPERACION_MORMAL_SIN_FALLA mat 1|17 1 |
!@ DATA.csv i 118 1 I
133 DATAxlsx A : :
matlab_REINF_COMNC_A.mat (MAT-file) ~ i 120 1 1
121 0 :

MName Value 1 122 0 |
1 SALIDA_con_ventana 999000x2 double Al 123 0 |
SEESALIDA_EVALUADA R <<~ e ryr:] If | 124 0 :
i pirﬂient-:——-—-—-éliﬂ—-—-—-—-l : 125 0 I
[ solapamiento_SALIDA 500 il | 126 0 I
mTIA 500007x1 double il 127 0 1

Ml—-a . B T ———

Figura54. Codificaciondela salidadela inteligenciaartificial medianteclases ¢/ 1
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Para garantizar la precisién del modelo, se aplica una técnica de balance de datos para
garantizar que ambas clases estén representadas de manera equitativa en el conjunto de
datosdelatabla8. Estoprevienesesgognel modeloy mejorasucapacidagbaradetectar

fallas con precision. Ademas, el conjunto de datos se divide en un 80% para
entrenamiento y un 20@araprueba, permitiendo evalual rendimiento del modelo de
manera objetiva y asegurando que generalice bien\osuatos no vistos durante el

entrenamiento.

Enlafigura55 se muestral proceso dearga de datos en el entorm@®GoogleColab y
lenguaje Python correspondiente a los datos muestreados de la onda de corriente en
condiciones normal y de falla en conjorcon los datos etiquetados de salida el cual
contiendasrespectivaglasestodosalmacenadosnarchivosCSV. Posteriormente, los

datos de corriente y las etiquetas de salida se dividen en conjuntos de entrenamiento y
pruebautilizandola funciéntrain_test_splitEstafunciénesampliamente utilizadanel
preprocesamiento de datos para modelos de aprendizaje automatico.

[ ] #targar los datos desde los archivos CSV

data_corrientes = np.loadtet('/content/drive/MyDrive/DATA IA/CORRIENTES NORMAL y FALLA.csv', delimiter=',')
data_salida = np.loadtet('/content/drive/MyDrive/DATA I4/SALIDA CLASES.Csv', delimiter=',")

o # Dividir los datos en conjuntos de entrenamiento el == == == == === =————————— I
¥ train, X test, y train, y test - train_test_splitIcata_c-::r"ientes, data_salida, test size-0.2, :|'anc:"1_5tate=12}
I S p———.—

Figura55. Division del conjuntodedatosenun 80%paraentrenamienty 20%para

prueba

3.4.3Modelosdeinteligenciaartificial propuestos

En el presentdrabajose hgpropuestorariosmodelosde aprendizajeautomaticoy redes
neuronales con diferentes arquitecturas para evaluar la deteccién de fallas de alta
impedancia en sistemas eléctricos, tales coMaoltiperceptron Layer Redes
convolucionales, los cuales en los estudios realizados en (Fan & Yin, 2019), (Wang &
Chen,2019) alcanzaron una precision de deteccion por encima del 99%. En base a la
investigaciérrealizadeen(Moloi etal.,2018),seplanteadeigual formaun modeloSVM,

ya que son precisos en problemas de clasificacién binaria. En dicha investigacion el
poraentajedeprecisionenla detecciorde estetipo defallassesitué porencimadel 95%,

demostrandda capacidadde los modelosde inteligencia artificial para reconocer
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patrones y clasificar fallas en un sistema eléctrico.rhodelos son desarrollados en el
entornode GoogleColabutilizandoframeworkscomoTensorflowy Kerasenel lenguaje
de programacién Python. A continuacion, se describen las arquitecturas:

3.4.3.1IMPL

Se popone dos modelos de red neuradaltiperceptron Layede siete y nueve capas.
Estagedesconsisterencapasiensasotalmenteconectadasjonde cadaneuronadeuna

capa se conecta con todas las neuronas de la capa siguiente. Una red MPL es adecuada
para datos tabulares, secuenciales, y series de tiempo aplicando la técnica de ventana
deslizante. Esta técnica es utilizada en esta propuesta para crear conjuntos de
caracteristicas a partir de los datos secuenciales, permite que la MPL aprenda relaciones
no lineales entre los datos de entrada y las etiquetas de salida, captando patrones o
caracteristicas sutiles como la asimetria en la onda de corriente en una falla de alta
impedancialLas arquitecturas das MPLutilizadas senuestran en las tablas 9 y, Hd

las que se varian el nUmero de capas densas conectadas.

Tabla9. Arquitectural RedMPL

Arquitectura 1 Red MPL
Tamafo Tipo de Funcion o
Capas| datos C Neuronas fivacio Regularizacion

entrada apa activacion
Capal oculta 512 ReLU L2
Capa2 oculta 256 ReLU L2
Capa3 oculta 128 ReLU L2

7 1000 |Capa4 oculta 64 ReLU L2
Capab oculta 32 ReLU L2
Capab oculta 16 ReLU L2
Capadesalida 1 sigmoide N/A
Tablal0. Arquitectura2 RedIPL
Arquitectura 2 Red MPL
Tamafo Tipo de Funcion
Capas| datos Neuronas| _ .. _ .. | Regularizaciéon
Capa activacion

entrada
Capal oculta 2048 RelLU L2
Capa2oculta| 1024 ReLU L2

9 1000 | Capa3oculta 512 RelLU L2

Capa4 oculta 256 ReLU L2
Capab oculta 128 RelLU L2
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Capab oculta 64 ReLU L2
Capa7 oculta 32 ReLU L2
Capa8 oculta 16 ReLU L2
Capadesalidal 1 sigmoide N/A

Lasfiguras56y 57 muestrarda implementaciorelasdosarquitecturadPL propuestas
en el entorno de Colab, utilizando la instrucc®equentid)), que define un modelo
secuencial en Keras compuesto por una serie de capas totalmente conectadas. Las
arquitecturaplanteadasarianentresietey nuevecapagarahacera red masprofunda.
En estas arquitecturas propuestas se utiliza la funcién de activacion ReLU en las capas
densas internas, ya que permite aprender patrones complejos y, ademas, es una funcién
simplequealivia el consumalerecursoxomputacionaleduranteel enrenamientoPara
la capa de salida se usa la funcién de activacion sigmoidal, ya que su salida esta acotada
entre0 y 1, lo que la hacieleal para aplicaciones de clasificacion binaria, tal como es el
caso de la prediccion de ausencia o presencia de.f#lldsmas, se emplea la
regularizacién L2 para prevenir el sobreajuste y mejorar la generalizacion del modelo
ante nuevos datos.

v 0 model = Sequential([

Dense(512, activation='relu’, input_shape=(1888,}, kernel regularizer='12'},
Dense(256, activation='relu’, kernel regularizer="12'},

Dense(128, activation='relu', kernel regularizer="12'},

Dense(&4, activation="relu', kernel regularizer='l2'},
Dense(32, activation="relu', kernel regularizer='12'},
Dense(1s, activation='relu', kernel repularizer='l2'},

Dense(l1, activation="sigmoid")

Figura56. Implementaciédela primeraarquitecturaviPL

¥ model = sequential(]
- Dense(2848, activation='relu", Input_shape=(18%@,)}, kernel_regularizer='12"'},
Dense(1024, activation="relu", kernel_regularizer="12"},
Dense(512, activation='relu', kernmel_regularizer="12"},
kense( 256, activation='relu', kernel regularizer="12'},
kense(128, activation='relu', kernel regularizer="12'},
Bense({ed, activation='relu', kernel regularizer='12'),
Dense(32, activation='relu', kernel regularizer='12"},
Dense(16, activation='relu’, kernel_regularizer="12"'},
Dense(1, activation='sigmoid")

Figura57.Implementaciordela segunda arquitectuhPL
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3.4.3.2CNN

Conjuntamente para abordar esta tarea de detectar fallas de alta impedancia en sistemas
eléctricos de potencia, se propone dos arquitecturas avanzadas de redes neuronales
convolucionales (Ver Tabla 11 y 12). La eleccionedtas arquitecturas se fundamenta

en la capacidad que tienen las CNN para capturar patrones complejos en datos
secuenciales, como las sefiales eléctricas. La primera arquitectura, compuesta por siete
capaspfreceunaestructuranassimplificaday rapidadeentrenar|a cualesadecuadan

primera instancia para obtener una respuesta agil del desempefio de la arquitectura ante
los datos de entrenamiento ingresados. En contraste, la segunda red neuronal, con doce
capas, esta diseflada de manera profunda ytegdoscual permitird un analisis mas
detalladoy unamayorcapacidadiegeneralizacionAmbasredesestanconfiguradagpara

unasalidabinaria donde unelase0 indicaunaoperacién normal y una clagesefialda

presencia de una falla eléctrica.

Tablall. Arquitectura3 RedCNN

Arquitectura 3 Red CNN

Tamafio Kernels/ Funcion
Capas | datos Tipo de capa » Neuronas de
iltros T,
entrada activacion
Capal
ConvolucionallD 64 N/A N/A
Capa 2
ConvolucionallD 128 N/A N/A
Capa3 Max Pooling N/A N/A N/A
Capa4 Flatten N/A N/A N/A
7 1000 |Capabdensa
(totalmente N/A 128 RelLU
conectada)
Capabdensa
(totalmente N/A 64 ReLU
conectada)
Capa’ desalida N/A 1 sigmoide
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Tablal2. Arquitectura4 RedCNN

Arquitectura 4 Red CNN
Tamaio , Kernels/ Funcionde
Capas datos Tipo decapa ) Neuronas L
filtros activacion
entrada
Capal ConvolucionallD 64 N/A ReLU
Capa2 MaxPooling1lD N/A N/A N/A
Capa3 ConvolucionallD | 128 N/A RelLU
Capa4 MaxPooling1lD N/A N/A N/A
Capab ConvolucionallD | 256 N/A ReLU
Capab MaxPooling1lD N/A N/A N/A
12 1000 Capar ConvolucionallD| 512 N/A ReLU
Capa8 MaxPoolinglD N/A N/A N/A
Capa9 Flatten N/A N/A N/A
Capa 10 densa
(totalmenteconectada) N/A 1024 RelU
Capa 11 densa
(totalmenteconectada) N/A 512 RelU
Capal?2 desalida N/A 1 sigmoide

Las figuras 58 y 59 muestran la implementacion de dos modelos de red neuronal
convolucionaknel entornadegoogleColab.El primermodelo, compuestpor 8 capas,

se construye utilizando la instrucci®equential A través de la instruccion model.add,

se incorporan las diferentes capas del modelo: 2 capas convolucionales, 1 capa de
MaxPooling 1 capa de aplanamiento de datos, 2 capas totalmente conectadas y
finalmente una capa de salida con una funcién de activacion sigmoide adecuada para
tareas de clasifacién binaria.Las capas convolucionales aplican filtros que permiten
aprender caracteristicas importantes de los datos de entrada, mientras que la capa de
MaxPoolingreducela dimensionalidadgconservanddas caracteristicamasrelevantey
ayudando a itigar el sobreajuste. Este primer modelo de CNN esta disefiado para ser
computacionalmente eficiente debido a su estructura y a las capas convolucionales, que
permiten extraer y aprender caracteristicas jerarquicas y relevantes de las muestras de

datos dda sefial de corriente en condiciones de normal operacion y de falla.
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# Definir el modelo

model = Sequential()

# Agregar capas convolucionales
model.add{ConvlD(&4, kernel size=3, activation='relu', input_shape=(1l@&2, 1)))
model.add(ConvlD(128, kernel_size=3, activation='relu')})

model.add(ConvlD( 256, kernel size=3, activation='relu'})

model.add (MaxPoolinglD(pool _size=2))

# Aplanar los datos

model.add({Flatten())

# Agregar capas densas

model.add({Dense(128, activation='relu')})

model.add (Dense(64, activation='relu'})

model.add(Dense(l, activation="sigmoid'))

Figura58. Implementaciordela terceraarquitecturaed CNN

Enel segundanodelomostradaenlafigura59, seproponeunaarquitecturanasprofunda

y complejalo quepuederesultarbeneficiosgor el granvolumendelos datosdeentrada

gue se utiliza en la propuesta. Se tiene un total de 4 capas convoluciones con filtros de
64,128,256 y 512 respectivamertagaunade estascapas estaeguidgpor unacapade
MaxPoolingy al final unacapade aplanamientale datos(Flatten), luegoseutilizan dos

capas de 1024 y 512 neuronas respectivamente con una funcién de activacion RelLU,
finalmente la capa de salida es similar a la arquitectura anterior comeunana
respectiva para realizar la deteccion de fallas de alta impedancia. Este modelo que se
propone debido a la complejidad y profundidad de la red, se espera que tenga un
comportamiento éptimo y una mayor capacidad para capturar y predecir los pd&one
operacion nominal y de falla de alta impedancia en una onda sinusoidal de corriente

eléctrica.

model = Sequential()

# Primer bloque de capas convolucionales
model.add(ConvlD(64, kernel_size=3, actiwation='relu', input_shape=(l8@&, 1))
model.add(MaxPoolinglD(pool size=2))

# Segundo bloque de capas convolucionales
model.add({ConvlD(123, kernel size=3, activation='relu'})
model.add(MaxPoolinglD(pool size=2))

# Tercer bloque de capas convolucionales
model.add({ConvlD(256, kernel size=3, activation='relu'})
model.add(MaxPoolinglD(pool size=2))

# Cuarto bloque de capas convolucionales
model.add({ConvlD(512, kernel size=3, activation='relu'})
model.add (MaxPoolinglD(poocl _size=2))

# Aplanar y agregar capas completamente conectadas
model.add(Flatten())

model.add(Dense(1824, activation='relu'})
model.add{Dense(512, activation="relu'))

# Capa de salida

model.add({Dense(1, activation="sigmoid'))

Figura59. Implementaciodela cuartaarquitecturaed CNN
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3.4.3.35VM

Para abordar la tarea de clasificacion binaria de determinar la peeseagsencia de

falla dealtaimpedancigenel sistemeaeléctricodela subestacidiha Libertad,sepropone
deigualformael usodeunalgoritmodeaprendizajesupervisad@omolo esunaMaquina

de Soporte Vectorial (SVM). La SVM es utilizagancipalmente para clasificacion y
regresion de datos. Dado que el conjunto de datos consiste en ventanas de datos de alta
dimensionalidad, con 1000 caracteristicas cada una, y la salida que se requiere predecir
esbhinaria(0 0 1), lo queindicala ausenia o presencialefalla respectivamentéa SVM

emerge como una opcion optima.

Enestecasoseproponeunmodelode SVM paraabordailatareaenejecucion Seemplea

un kernellineal con un factor de regularizacién C de 0.01 y un factor gamma ajustado
automaticamente mediante la opcglamma=scalgVer figura 6Q. Esta configuracion
esideal,yaqueproporcionaunafuerteregularizaciéry unaconfiguracioninicial robusta
guepuedeayudara prevenirsobreajustegspecialmentétil enescenarioslondesetiene

series temporales, tal como el caso de los datos que se utilizan en esta propuesta, donde
la deteccidn de patrones thdla puedeser complicada debido ataturalezale la sefial

de falla.

“ [18] #Crear el modelo SVM
- scaler = Standardscaler()

svm = SWC(kernel='linear', C=0.81, gamma='scale', probability=True, verbose=True)
model = make_pipeline(scaler, swvm)

Figura60. Modelodela arquitecturéddb SVM conkernellineal

La combinacion de los diferentes enfoques en los modelos de inteligencia artificial
propuestos permitira tener una vision integral de la capacidad de diciuetos para
abordala detecciérdefallasdealtaimpedancianediantepatronesnsefalesanaldgicas
decorrienteeléctricay clasificacionbinaria,adicionalmentéa respectivaodificacionde

cada de unas estas arquitecturas se muestran&ndrss 2,3,4,5, y 6.
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3.4.4Entrenamiento delas arquitecturas de inteligencia artificial propuestas

Un paso previo al entrenamiento ldered neuronal es compilar los modelos propuestos.
Estoselograutilizandola instruccionmodel.compilgVerfigura61),dondeseespecifica

el algoritmo de optimizacion, la funcion de pérdida y la lista de métricas para medir el
desempefio del modelo durante el entrenamiento y la validacion. En este caso, se
selecciona el algoritmo de optimizacion Adam, questaj iterativamente la tasa de
aprendizajeluranteel entrenamientd.a funciondepérdidaelegidaesla entropiacruzada
binaria,ampliamenteuitilizadaenproblemade clasificacionbinaria.Ademéasseutiliza la
métricadeprecision(acurracy) paramonitorearel rendimientadel modeloencadaépoca

de entrenamiento. También se mostraran los valores de perdida de entrenamiento y
validaciénlo quepermitevisualizarcomoprogresal procesale aprendizajelel modelo

durante ekentrenamiento.

Unavezquesecompilalos respectivosnodelosy sehaseleccionadtos hiperparametros
Optimos, el modelo esta listo para ser entrenado con el respectivo conjunto de datos de

entrada.

(=1

I 3 - M o 1 . e e i e 1
n', loss="binary_crossentropy’, metrics=['accuracy']

model. compile(optimizer="ad

Figura61l. Codificacionparacompilarel modelodeunared MPL y CNN

Luegodela selecciordecaracteristicagrocesamientdedatos selecciéry compilacion

de modelos de inteligencia artificial, se procede a entrenar los diferentes modelos de IA
planteados. Durante este proceso los modglosnden a realizar predicciones correctas

a partir de los datos de entrenamiento. Esta etapa es critica, ya que a medida que avanza
el entrenamiento, el modelo adquiere la capacidad de generalizar ante datos no vistos
anteriormente. Ademas, ajustas paametros interno€,omo los pesos y sesgos, para
casodelasredesMPL y CNN, iterativamentgaraminimizarlas perdidas, qumidenla

brecha entre las predicciones y las etiquetas verdaderas de los datos de entrenamiento.

Lassiguientediguras62,63,64y 65 muestrarunasecciéndel procesaleentrenamiento
durante varias épocas, en las que se observan las respectivas pérdidas y precisiones

durante ebntrenamienty la validacion.Cada unale las arquitectura®jPL y CNN, es
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entrenada durante 50 y 150 épocas, utilizando 4800 ventanas de datos para el
entrenamiento y 1200 ventanas para validacion.

Para esta propuesta, se seleccionaron dos valores de batch size: un valor de 4 para la
primera arquitectura MPL y un valor de 32 a#as otras tres arquitecturas. La eleccion

de un batch size de 32 se sustenta en pruebas preliminares que mostraron que este valor
permitia un entrenamiento estable y una convergencia rapida (Ver figuras 64 y 65).
Ademas, se observé que un batch size 2laitBizaba eficientemente los recursos de
hardware sin afectar el rendimiento del modelo entrenado, lo cual es ideal para
arquitecturas complejas como las CNN empleadas. También se produjeron mejores
resultadoentérminosde precisiory pérdida era vaidacion,permitiendoalcanzamuna

buena generalizacion de los modelos de IA sin comprometer la velocidad de

entrenamiento.

Porotrolado,un batchsizepequefiocomo4, permiteactualizacionemasfrecuentesn
los pesos de la red, pero con el riesgintteducir ruido en el proceso de optimizacion.
Enresumenla elecciéndel tamafiodel batchsizedebesercuidadosamenteonsiderada,
yaqueinfluye significativamenteenla dinamica deéntrenamienty enlas métricasdel
rendimiento de los respectivoodelos de IA descritos en esta propuesta.

° # Entrenar el modelo MPL
history = model.fit(X train, y_train, epochs=158, batch size=1, validation_data=(X_test, y test))

= Epoch 122/150

T 4795/4795 | ] - 445 9ms/step - loss: 8.2017 - accuracy: 8.9472 - val loss: 8.3947 - val_accuracy: @.5791
Epoch 123/150
4795/4795 | ] - 455 9ms/step - loss: @.2230 - accuracy: 8.9486 - val loss: 8.1822 - val accuracy: 8.9558
Epoch 124/150
4795/4795 | ] - 455 9ms/step - loss: ©.2279 - accuracy: 8.9351 - val loss: 8.2588 - val_accuracy: @.9550
Epoch 125/156
4795/4795 | ] - 465 1@ms/step - loss: 8.2@97 - accuracy: 0.9449 - val_loss: 8.2074 - val_accuracy: @.9603
Epoch 126/158
4795/4795 [ ] - 455 9ms/step - loss: .2220 - accuracy: 8.9414 - val loss: 8.1581 - val_accuracy: 8.9575
Epoch 127/158
4795/4795 | ] - 46s 1@ms/step - loss: @.2131 - accuracy: 8.9397 - val_loss: 8.1548 - val_accuracy: ©.9566
Epoch 128/150
4795/4795 | ] - 455 9ms/step - loss: @.217@ - accuracy: 9.9484 - val loss: 8.2584 - val accuracy: 8.9266
Epoch 129/156
4795/4795 [ ] - 455 9ms/step - loss: @.2142 - accuracy: 8.9389 - val loss: 8.2138 - val_accuracy: 8.9391
Epoch 138/150
4795/4795 | ] - 455 9ms/step - loss: ©.2195 - accuracy: 8.9439 - val loss: 8.1770 - val_accuracy: @.9458
Epoch 131/158
4795/4795 | ] - 46s 18ms/step - loss: @.2128 - accuracy: 8.9424 - val loss: @.1967 - val accuracy: @.9558
Epoch 132/158
4795/4795 | ] - 47s 1@ms/step - loss: @.227@ - accuracy: 8.937@ - val loss: @.2589 - val accuracy: @.9366
Epoch 133/150
4795/4795 [ ] - 47s 1oms/step - loss: @.2166 - accuracy: ©.9428 - val_loss: 8.1536 - val_accuracy: @.9967
Epoch 134/158
4795/4795 | ] - 47s 1@ms/step - loss: 8.2097 - accuracy: 8.9397 - val_loss: 8.2383 - val_accuracy: ©.9858

Figura62. Entrenamientdela arquitecturd RedMPL (bathsize= 4)
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validation data=(X_test, y_test))

a

a.

a.

a

8.9882

8.9852

8.9962

8.9977

@.9985

8.9962

2.9898

9.9985

2.9367

8.9877

2.9365

L9754

9777

9814

L9794

.9787

.981e

.98ee

9789

.9823

- val loss: 9.8913 -

- val loss: 9.8528 -
- val loss: 9.8658 -
- val_loss: 8.1298 -
- val_loss: 8.8528 -
- val_loss: 8.8412 -
- val_loss: 6.8534 -
- val_loss: 8.8428 -
- val_loss: @.84285 -
- val_loss: @.8481 -

- val_loss: 8.885% -

X _test, y test))

val_accuracy: 8.9728
val_accuracy: 1.2882
val_accuracy: ©8.99%2
val_accuracy: 8.9489
val_accuracy: 1.2088
val_accuracy: 1.2088
val_accuracy: 9.9958
val_accuracy: 1.8688
val_accuracy: 1.8088
val_accuracy: 1.8088

val_accuracy: 8.3748

val_loss: ©.1813 - val_accuracy: @.9833 I
val_loss: ©.1013 - val_accuracy: @.9691 I
val_loss: 8.886@ - val_accuracy: @.98@8 I
val_loss: ©.8849 - val_accuracy: @.9716 :
val_loss: 8.8854 - val_accuracy: 8.9725 I
val_loss: ©.8772 - val_accuracy: @.9766 :
val_loss: 8.8745 - val_accuracy: 8.9775 I
val_loss: ©.8718 - val_accuracy: ©.9825 :
val_loss: 8.8693 - val_accuracy: 8.9817 I

1

val loss: 8.8741 -
" —

val accuracy:
-

@.9725

val accuracy: 8.9875

~ [1e] * Entrenar el modelo MPL
: history = model.fit(x_train, y_train, epochs=1%@, batch_size=32,
5> Epoch 122/158
= 135/13% [==== 1 - 11s gams/step - loss: 2.1885 - accuracy:
Epoch 123/158
125/135 [==== ] - 1@s 22ms/step - loss: @.8778 - accuracy:
Epoch 1247158
125/1325 [ 1 - 11s g8ms/step - loss: 2.8542 - accuracy!
Epoch 125/158
125/125 [ ] - 11s goms/step - loss: @.8474 - accuracy:
Epoch 12&/158
125/135 [==== 1 - 12s sims/step - loss: 8.873@ - accuracy
Epoch 127/158
125/125 [= ] - 11s 9ams/step - loss: 28.8514 - accuracy!
Epoch 128/158
125/125 [= 1 - 11s gams/step - loss: 2.8752 - accuracy!
Epoch 123/158
125/1325 [= ] - 18s 28ms/step - loss: 28.8584 - accuracy:
Epoch 138/158
125/125 [= 1 - 12s Z2ms/step - loss: 8.8587 - accuracy:
Epoch 121/158
125/125 [= 1 - 11s 87ms/step - loss: 8.8741 - accuracy:
Epoch 132/158
125/125 [ 1 - 18s 78ms/step - loss: 8.658% - accuracy:
Figura63. Entrenamientdela arquitectur® RedMPL (batchsize= 32)
# Entrenar el modelo
thistory=model.fit(X_train, y_train, epochs=38, batch_size=32, validation_data=
| e
+++ Epoch 1/38
I 158/158 [ ] - 268s 2s/step - loss: @.1@45 - accuracy:
1 Epoch 2/3@
158/158 [ ] - 2345 2s/step - loss: @.89@5 - accuracy:
| Epoch 3/38
1 158/158 [ ] - 231s 2s/step - loss: @.8818 - accuracy:
I Epoch 4/3@
158/158 [ ] - 2325 2s/step - loss: @.8787 - accuracy:
1 Epoch 5/3@
I 158/158 [ ] - 231s 2s/step - loss: @.8748 - accuracy:
I Epoch 6/3@
158/158 [ ] - 2285 2s/step - loss: @.8717 - accuracy:
I Epoch 7/3@
1 158/158 [ ] - 2265 2s/step - loss: @.8689 - accuracy:
Epoch 8/3@
I 158/158 [ ] - 2235 1s/step - loss: @.8672 - accuracy:
1 Epoch 9/3@
I 158/158 [ ] - 2285 2s/step - loss: @.8644 - accuracy:
Epoch 1@/38
S I T, Y Pl N TR L Y PRt
Epoch 11/36
158/158 [ ] - 221s 1s/step - loss: ©.8627 - accuracy: 8.9816 - val loss: @.@687 -
Epoch 12/38
15@/158 [ 1 - 2265 2s/step - loss: @.8589 - accuracy: @8.9864 - val less:

v
M ° # Entrenar el modelo
history=model.fit(X train,

- G P -

-
4

@.8691 -

val accuracy: ©.9725

Figura64. Entrenamiento da arquitectur88 Red CNN(batchsize=32)
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-
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8318 - val loss: @.89@4 - val accuracy: ©.953@ I
9738 - val loss: ©.8135 - val_accuracy: 1.0080 :
9850 - val loss: @.8868 - val_accuracy: £.9999 1
9982 - val loss: @.8822 - val_accuracy: ©.999@ :
9942 - val_loss: @.8@11 - val_accuracy: 1.0888 I
9998 - val loss: @.8825 - val_accuracy: 1.0680 :
9992 - val loss: 1.8226e-84 - val accuracy: 1.8000 I

- val_loss: 7.1288e-85 - val_accuracy: 1.008@ :

- val_loss: 1.8532e-84 - val_accuracy: 1.8088 I

- val_loss: 4.3336e-85 - val accuracy: 1.8080 :

_train, epochs=5@, batch _size=32, validation_data=(X test, y test))

1

val_loss: 7.5481le-85

- val_accuracy: 1.0080@ I

] - 153s 1s/step - loss: 8.9778e-@6 - accuracy: 1.8@88 - val_loss: 3.8@884e-85 - val_accuracy: 1.0888

Figura65. Entrenamiento da arquitectura Red CNN(batchsize= 3



3.5Pruebasy Resultados

3.5.1Descripciondelos datoseléctricosobtenidosdel modelode simulacion
desarrollado enMATLAB/Simulink

En este apartado se analiza los datos, variables eléctricas y formas de onda al simular
eventos de alta impedancia en la red eléctrica. La figura 66 muestra las corrientes
trifasicas del sistema de distribucion eléctrico de un alimen@&lda subestacion La
Libertad, en la que en el tiempo t=1s se produce un evento de alta impedancia, se puede
observalueciclosanteda corrienteeléctricaseencuentran 100A pico, al suscitarsel

evento la corriente sube a 200A pico aproximadameintba corriente no es de gran
magnitud en el alimentador y puede no estar dentro de los ajustes de proteccién para
producirse un disparo y por consecuente la apertura del alimentador, ya que el sistema
interpretaria esta corriente como un aumento de carga no como una corriente de

cortocircuito.

Corriente Fase A

[ [
200 s Corriente Fase A |

100

-200 | I —

Corriente Fase B

Corriente Fase C

Figura66. Fallade altaimpedancigresentadanla faseA

Al producirse un evento de falla de alta impedancia tal como se puede visualizar en la
figura 67, la onda ya no es sinusoidal pura y presenta perturbaciones, ademas la onda es

asimétricaes decir que el pico positivo y negativono tienenel mismo valor, dichas
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caracteristicasonrelevantespor lo queenestecasoserecolecteb00 muestragor ciclo
parade estdormacaptar lamayorcantidad delatos y poendeestas caracteristicas que
indican que existe uevento de alta impedancia.

Scope

File Tools View Simulation Help k]
9-|60P® - @ F-
Coriente Fase A E
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Figura67. Corrientedefalla dealtaimpedancia emnasuperficie(Hormigonreforzado

De la figura 68 se describe que, al producirse un evento de falla, la corriente RMS de la
lineaincrementasuvalor, enestecasoenel primereventodefalla sesimulaun contacto

de la linea energizada con una superficie de alta impedancia la cual es el Hormigon
reforzado, la corriente nominal se sitia en los 50A, en el evento de falla incrementa
aproximadamente 80Alcanzando un valor de 140A aproximadamente (intervalo de
tiempo de 1 a 2 segundos). Durante los 4 a 6 segundos se simula una falla de la linea
energizada con pasto seco, esta superficie tiene un aporte de corriente de
aproximadament80A conlo cualsevisualizaguela corrienteRMS alcanzaun valor de

85A, con esto se denota que al producirse una falla de alta impedancia, la corriente es
muy baja para producirse una desconexion en el alimentador de energia, lo cual es muy
peligroso, ya que el conductor smcuentra energizado, pudiendo provocar algun
accidentejnclusoalgun incendiodebido alarco eléctrico entre ebnductorenergizado

y la superficie de contacto.

Corriente Fase A
T

| Corriente Fase A | _|

CLASE 0 NORMAL, CLASE 1 FALLA
T T T

CLASE 0 NORMAL. CLASE 1 FALLA

2
@
N O O

Corriente HIF RMS

150 T T

T T
Corriente HIF RMS:1
I Corriente HIF RMS 2
1 Corriente HIF RMS:3 |
I
]
w[ ! 4 1 ]
ol 1 1 ! 1 -

100—

Figura68. Secuenciaefalla inyectadapresencia afjsenciajefalla, corrienteRMS
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Los datos que se muestran en las tablas 13 y 14 muestran las corrientes de fase obtenidas
del ambiente simulado ante las condiciones de carga del 80% y 25% de la capacidad
nominal del alimentador de distribucion eléctrica. En condicionesam@a eominal del

80%, las corrientes RMS en todas las fases son significativamente mayores que en
condiciones de carga nominal del 25%, esto es esperado debido a la menor demanda de
corriente eléctrica. A medida que la distancia de la falla se increnentmrrientes de

fase también aumentan, esto se puede deber a la mayor impedancia asociada con fallas
maslejanasgueincrementda corrientede cortocircuitorequeridgparamanteneel flujo
deenergia. En resumelas fallas daltaimpedancigproducen un incremento sutil te

corriente eléctrica, lo cual es critico para la deteccion y los sistemas de proteccion

eléctrica.

Tablal3. Datos desimulacidén obtenidogondicién decarga80%

Datosde simulacionobtenidos

CorrienteFaseA CorrienteFaseB CorrienteFaseC
| | |
pico pico pico
Condicion|[A] | angulo RMS |[A] [angulo |RMS |[A] |angulo| RMS
Carga
80% 95,78/9,94° |67,73|116,2|-115,4° |82,19|109,2| 126,6°| 77,23

Fallalkm |158,7|-1,24°|112,5/157,8/-121,1° |111,9/175,8/114,9°| 124,6
Falla2km |162,4|-2,23°|115,1| 158,4|-121,4° |112,3/177,6/114,4°| 125.8
Falla3km |181,4|-7,40°|128,5/162,3|-123,1° |115 |184,6/112,3°| 130,7
Falladkm |184 |-8,03°|130,3/190,5|-130,5° |134,9/190,9/110,4°| 135,2

Tablal4.Datos desimulacion obtenidogondicion decarga25%

Datosde simulaciénobtenidos

CorrienteFaseA CorrienteFaseB CorrienteFaseC
I [ I
pico pico pico
Condicion|[A] |angulo]RMS [[A] |angulo |RMS |[A] |angulo]RMS
Carga
25% 27,48/ 17,93°|19,43|37,46|-108,8° | 26,49| 34,59| 134,3°| 24,46

Fallalkm |149,7/0,56° |106,2|149,6/-119,4° | 106,1| 154,8| 119,2°| 109,8
Falla2km |151,3/-0,9° |107,3|/147,5/-119,7° | 104,6/153,4/118,8°| 108.8
Falla3km |155,3/-2,3° |110 |147,9/-120,4° |104,9/154,8/118,0°| 109,7
Falladkm |155,5/-2,5° |110,2/158 |-124,3° |111,9/158,4/116,3°|112,3
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3.5.2Analisis de métricas obtenidascorrespondientesa las arquitecturasde IA
desarrolladas

Enestaseccidrseevaluanasmétricaderendimientaalescomola precision exactitud,

recall, F1-score, ROGAUC, obtenidas al finalizar el entrenamiento de cada uno de los
modelospropuestosieinteligenciaartificial. Cada unale estagnétricasseevallasobre

el conjunto de validacion o prueba, que en esta propuesta repres2dia del total de

los datos utilizados para el entrenamiento. Evaluar el rendimiento en muestras no vistas
duranteel entrenamient@resentainaventaja,ya queproporcionarainaevaluaciormas
realistadela capacidadie generalizaciomle cadamodelo.Ademas serealizaun andlisis

de las matrices de confusion de cada modelo para analizar su capacidad de prediccion.

Del primermodeloMPL de sietecapasentrenado sebtuvolasmétricasvisualizadasn

la figura 69, donde consiguié una exactitadufracy) del 78.98%, lo que indica que

dicho porcentaje de muestras del conjunto de evaluacion fueron clasificadas
correctamente, tanto para la clase 0 (ausencia de falla) como clase 1 (falla de alta
impedancia). Una precision obtenida del 72.25% denaugst el modelo cada vez que

se presente un evento de clase 1 el 72.25% de veces sera correetalldle 0.9145
conseguido indica que el 91.45% de todas las fallas de alta impedancia (clase 1) que se
encuentren presentes en el conjunto de datos setéctatlas correctamente, mientras
gueel 8.55%delasfallasno serandetectadagstaseconsiderartomofalsosnegativos.

El f1-score obtenido de 0.80 sugiere que el modelo puede manejar adecuadamente la
identificaciondefallasdealtaimpedanciacomola reducciondefalsasalarmasmientras
gueunvalordeROGAUC de0.9396demuestrajuela redMPL 1 puedesercompetente

para distinguir entre una forma de onda de corriente nominal y una onda de falla de alta

impedancia.

La matriz de confusion de la primera arquitectura entrenada demuestra el siguiente
analisis:
1 509 ventanas de datos son verdaderos negativos (TN): Predicciones correctas

como clase 0 (ausencia de falla)

1 Oventanasledatossonfalsospositivos(FP):Del conjuntodedatosdeevaluacion
no se predijeron incorrectamente eventos de clase 1 (deteccion de falla de alta
impedancia)
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1 1 ventana de datos son falsos negativos (FN): Incorrectamente predichos como
clase 0 (ausencia de falla)

1 489 venanas de datos son verdaderos positivos (TP): Correctamente predichos
como clase 1 (presencia de fallad de alta impedancia)

32/32 [=============—c—==———moo—=====] - 15 8ms/step
ACCUracy: @.9959930938995999
Precision: 1.e
Recall: 2.99795918367345594
Fl-scare: @.99859735495483473
ROC-AUC Score: 8.9921219277424388
Confusion Matrix:
[[5e= 2]
1 4:29]]

Figura69. Métricasde evaluaciémbtenidasal entrenata redMPL 1

La figura 70 muestra las curvas de pérdidasecision de entrenamiento y validacion
obtenidas, en donde se observa que la precisién de entrenamiento se sita en un valor
promediode0.97lo cualindicala capacidadlel modeloparaclasificarcorrectamentéos

datos de entrenamiento. Sin embargo, en la precision de validacién se visualizan
fluctuaciones irregulares, lo que es producto de haber utilizado un batch size muy
pequefialuranteel entrenamientproduciendaina mayowariabilidadenla actualizacion

de los pesos del modelo.

Parael caso de la curvde la pérdidale entrenamiento y validacion se puede interpretar
gue el modelo se encuentra bien ajustado y realizando un aprendizaje 6ptimo, ya que
ambagérdidasseconvergerenunvalor cercanaa 0 cercaalrededodela época20. Esto
sugierequeel modelopuedegeneralizade maneraadecuadantenuevosdatos Ademas,

se visualiza que se obtiene un modelo sin presencia de sobreajuste ni subajuste.

Perdida de Entrenamiento y Validacion Exactitud de Entrenamiento y Validacion
—— Pérdida de Entrenamiento 1.00 1
12 A 5 i A A
Pérdida de Validacin .f‘fﬂ'” W r‘rwlanw\.k 4 A »"\J
[ i
10 0.95 r
/
g f
., 0,904
W
W@ T J
2 B
g 86 =
¥ |
0.85
al ]
5 \ 0.80
I-
\ —— Exactitud de Entrenamiento
0- W L Y | NN S Exactitud de Validacion
0.75
a 20 40 (1] BO 100 120 140 o 20 a0 &0 80 100 120 140
Epach Epoch

Figura70.Pérdidag precisiondeentrenamienty evaluaciorredMPL 1
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Enlafigura7lsevisualizalasmétricade evaluaciérdela segundarquitecturaMPL de
nuevecapagotalmenteconectadasjondeseobtuvieronresultadosltamentesficientes.
A continuacién, se analiza en detalle los resultados obtenidos:

1 Exactitud (acurracy): Del conjunto de datos destinado para la evaluacion, el
modelopredijocorrectamentel 100%delasmuestrasEstoincluyetantola clase
0 indicandogueno existeningunafalla, comola clasel indicandola detecciérde
una falla de alta impedancia.

1 PrecisionDeigual formaunaprecisiondel 100%obtenidajndicaqueel modelo
esmuy eficazenla predicciondeeventogleclasel, esdecirquelaspredicciones
positivassoncorrectagensutotalidad.Un Recalldel 100%asegurajueel modelo
fue capaz de identificar todas las muestras de clase 1.

1 ElvalorFl1-scoredel, confirmaunequilibrioentrela métricaprecisiony el recall,
lo que resalta la robustez del modelo.

1 Parael caso del valode 1 en lanétricaROCAUC indicaqueestemodelo tiene
una capacidad perfecta para diferenciar fonma de onda de corriente nominal
de una onda de corriente eléctrica con las perturbaciones que se dan cuando se

presenta un evento de alta impedancia en las lineas eléctricas de distribucién.

Ademas)a matrizdeconfusiénobtenidareflejael excelentalesempefidelmodelosobre

el conjuntodedatosdeevaluacionenestaseobtuvoque509ventanasiedatosresultaron
verdaderosiegativosesdecirsepredijeroncorrectamenteomoclase0, 490ventanasle

datos son verdaderos positivos @scir el modelo tuvo la capacidad de predecir
correctamente todas las muestras de clase 1, mientras que se obtuvo O casos de falsos
positivos como falsos negativos es decir ventanas de datos que se clasificaron
incorrectamente. El andlisis de la matrizabmfusion respalda las métricas eficientes
obtenidasgdemostrando quel modelono cometitningunerrorenla clasificaciondelas
muestrasestonosdaun preambulade unaaltafiabilidad deestemodeloenla deteccion

de fallas de alta impedancia.

32'3: :============================== - J.: :5"15'5-__EF
ACcuracy: 1.8
Precision: 1.8
Recall: 1.8
Fl-score: 1.8
ROC-AUC Score: 1.8
Confusion Matrix:
[[589 @]
g 498]]

Figura71. Métricasde evaluaciombtenidasal entrenata redMPL 2
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De la siguiente figura 72, se muestra que el modelo cerca de la época 40 muestra una
convergencia a un valor inferior a 0.2, lo que indica un correcto aprendizaje de las
caracteristicadelos datosde entrenamientoninimizandoel errorenlasprediccionesle

las etiquetas de salida, a diferencia de la curva de pérdidas y precision de entrenamiento
y validaciondela primeraarquitecturaViPL, estépresentain pequefioncrementodelas
pérdidade0.25a0.50duranteaproximadament20 épocado quepuedenferirsecomo

un ajuste de parametros debido a que el modelo aun no ha encontrado los patrones

adecuados.

Conjuntamente se muestra la curva de la exactitud del modelo, en donde se observa que
la exactitudde entrenamientg validacionalcanzarunvalor muy cercanca 1l cercadela

época 40 y se mantiene cercano a este valor durante 110 épocas restantes, lo que indica
gue el modelo est& bien entrenado y ha encontrado los pesos 6ptimos de un aprendizaje
eficaz que le permiten predecir correctamente tanto las muestasomiunto de
entrenamiento como el dalidacion. Queambos valorede entrenamiento yalidacion

de la curva de exactitud sean muy similares y cercano a 1 indican que el modelo no se
encuentra sobre ajustado, caso contrario se visualizaria valoreslaltascurva de

exactitudde entrenamientgperola de exactitudde validaciontendriavaloresdiferentes.

Pérdida de Entrenamiente y Validacian Exactitud de Entrenamiento y Validacion
1.4 4 —— Pérdida de Entrenamiento 100 < Y " P =
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1ol K g i
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LJ ' l 0.75 4
0.2
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Figura72.Pérdidag precisiondeentrenamienty evaluaciorredMPL 2
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Las métricas de evaluacion obtenidas al entrenaroelelo de la primera arquitectura
propuestaleredneuronakonvolucionalmuestradlemanerageneralinbuenrendimiento
depredicciéndelas clasesegativas/ positivas presentegn el conjuntode evaluacion,
yaquelasmétricagpresentadasesitianenvaloressuperiores0.99(Ver figura73).De

lamatrizdeconfusionde estaredneuronakonvolucionasemuestrael siguienteanalisis:

1 No se obtuvo falsos negativos,es decir el modelono clasifico erroneamente
eventos de clase O.

1 Verdaderosiegativos506 ventanasie datosdel conjuntode datosdevalidacion
se predijeron correctamente como clase 0.

1 VerdaderosPositivos: 490 ventanasde datosfueron predichascorrectamente
como clase 1.

1 Falsospositivos: 3 ventanasde datosse predijeroncomo clasel, cuandoen
realidad eran clase 0.

32/32 [================c====mmmmsoo==] - 11s 323ms/step
Accuracy: @.996996995996997

Precision: ©.9939148873822313

Recall: 1.8

Fl-score: ©.996094811806861837

ROC-AUC Score: 1.8

Confusion Matrix:

[[586 3]

[ @ 498]]

Figura73. Métricasde evaluaciombtenidasal entrenatta red Convolucionall

Lafigura74 muestrael procesale aprendizajelela red neuronatonvolucionaldesiete
capagpropuesta, donde se observa que las pérdidas de precisién y validacion convergen
cerca de la época 30 a un valor muy cercano a 0, indicando que el modelo aprendi6 los
patrones de los datos de entrenamiento y encontro los pesos adecuados para predecir y
gereralizadasrespectivaslaseslelos datosde entrenamienty validacion.La curvade
precisiénobtenidaenestemodelodemuestrgueestepuedealcanzaun buendesempefio

al detectaeventosde clasepositivao clasel. En comparaciorconlasgraficasobtenidas

de las pérdidas y precision del entrenamiento realizado en las dos arquitecturas MPL

propuestasestamuestraun entrenamientsuavesin alta variabilidaden los pesosdel
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modelodebidoaqueseseleccionanbatchsizede32 paragestionademaneraadecuada
los recursos computacionales y una rdpida convergencia del respectivo modelo.

Pérdida de Entrenamiento y Validacion Precision de Entrenamiento y Validacion
84 —— Pérdida de Entrenamiento 1.00 R = P ;
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1 <
- 088 1 —— Precision de Entrenamiento
04 - —— Precision de Validacion
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Epoch Epoch

Figura74.Pérdidas yrecisionde entrenamienty validaciondela red Convolucionall

Las métricas obtenidas dehtrenamiento de la red convolucional de doce capas
demuestran un desempefio y aprendizaje eficaz. En este caso, las métricas son idénticas
a las de la segunda arquitectura MPL entrenada, donde también se lograron resultados
eficientes (Ver figura 75). Estadica que el modelo entrenado fue capaz de clasificar
correctamente ladases presentes ehconjunto devalidacion. Ademas, leonsistencia
entrelasdosarquitecturasugiereunarobustez en elisefiodel modeloy unacapacidad
de generalizacién adecuada frente a diferentes conjuntos de datos. Estas métricas de
evaluacion obtenidas refuerzan la viabilidaditiézar redes convolucionales profundas
paratareascomplejasde clasificacion,comoen estapropuestagondeescrucial detectar
minuciosagaracteristicade asimetriay no linealidadegpresentegnunaformadeonda
sinusoidal de corriente eléctrica.

32/32 [==============================] - 75 219ms/step

Accuracy: 1.@

Precizion: 1.8

Recall: 1.8

Fl-score: 1.8

ROC-AUC Score: 1.8

Confusion Matrix:

[[509 @]
[ @ 4%8]]

Figura75. Métricasde evaluacidombtenidasl entrenaia red convolucional
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A continuaciébnsemuestrda grafica76 quedetallael procesaleentrenamientdelared
neuronakonvolucionaklo largode 50 épocasdestacandel progresalelas pérdidasy
exactitud tanto para el conjunto eetrenamiento como para el eididacion. Dedichas

gréaficas se detalla el respectivo analisis:

1 El modelo empieza con un desempefio considerablemente bueno en las pérdidas
de validacion (0.090), aunque con una alta perdida en el entrenamiento (2.6),
mientrasqueparael caso dda precsionde entrenamienty validacionun 0.83y
0.95respectivamente.

1 En la segunda época el modelo reduce drasticamente las pérdidas de
entrenamienty validacidn,y alcanzaunaexactituddel 100%,lo quesugiereque
el modelo aprendié de maneagficiente los datos de entrenamiento.

1 Debido aquelaspérdidas y precisién son perfectas en el conjuntzatidacion,
podria ser una sefial de sobre ajuste si los datos de validacibn no son

suficientemente representativos de datos no vistos.

En resumen,ds resultados indican que la red neuronal convolucional ha aprendido a
clasificarconunaprecisionextremadamentgpedidasnuy bajado queesidealparaesta
aplicaciéndondela precisidnescritica. Pesea estogesultado®ptimosobtenidosieesta
redneuronaktonvolucionalgsdevital importanciagvaluarel modelocondatosnovistos

durante el entrenamiento para asegurar su capacidad de generalizacion.
Pérdida de Entrenamiento y Validacion Precision de Entrenamiento y Validacion
—— Pérdida de Entrenamiento L0004 =
251 ~—— Pérdida de Validacion /\/-

0.975

2.0 1
0.950 A

fa 0.925 -

Loss
Accuracy

104 0.900

0.875 A
0.5 1

0.850 -
—— Precision de Entrenamiento

00 S — —— Precision de Validacion

] = : ; . : 0.825 1 - ; , = 2

0 10 20 30 40 50 0 10 20 30 40 50
Epoch Epoch

Figura76.Pérdidas/ precisiondeentrenamiento yalidaciénde lared convolucional
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Al entrenar el quinto modelo de inteligencia artificial SVM propuesto para la deteccion

de fallas de alta impedancia, se obtuvo una precision del 99.59% es decir el modelo
clasifico correctamente el total de las muestelsdnjunto de validacion. De la matriz
deconfusiénobtenidaja cualsemuestraenla figura 77, describeun desempefioptimo

en la clasificacion de las clases 0 y 1 presentes en los datos de evaluacion, 509 ventanas
dedatosseclasificaroncomoverdaderosiegativosesdecirseclasificaroncorrectamente

como clase 0, 486 ventanas de datos se clasificaron como verdaderos positivos, en este
casoel modelopredijocorrectamenttos eventosiefalla dealtaimpedancigresentegsn

el conjuntodedatosde evaluacionComofalsosnegativosseobtuvo4 ventanasie datos

en donde el modelo predijo como clase 0, cuando en realidad se presentaba ventanas de
datosconeventoglefalla dealtaimpedanciamientrasqueno seobtuvoprediccionesle
falsospositivos,conestoseresaltaa altaprecisionconseguidal evaluary clasificarlas

ventanas de datos del conjunto de evaluacion.

L [8] Precisién del modelo: 8.995995995995996
B

farg Matriz de Confusion
500

400

- 300

Etiqueta Verdadera

- 200

- 100

Etiqueta Predicha

Figura77.Precisién ymatriz deconfusiénobtenidadel entrenamiento dellgoritmoSVM
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3.5.3Evaluacion delos modelosde IA entrenados antenuevos conjuntosde datos

Generando nuevos conjuntos de datos con presencia y ausencia de falla en el entorno de
simulacionMATLAB/Simulink, diferentesalos datosingresadognel entrenamientae

los modebs, se evaltuan el rendimiento de cada uno de los modelos de inteligencia
artificial entrenados, para de esta forma seleccionar el modelo que presenta las métricas
de evaluacion eficientes y la minima tasa de error en la deteccion de fallas de alta
impedan@. El modelo seleccionado sera puesto en marcha en un sistema embebido tal

como lo es una tarjeta Raspberry Pi 4.

Para evaluar la capacidad de prediccion de los modelos de inteligencia artificial
entrenados, se propone tres esquemas de conjuntos dejaatosntienen diferentes
escenariogeoperatividadVer Tablal5,16y 17), el primerodurante420ciclos,lo cual

da un periodo aproximado de 7 segundos, mientras que el segundo y tercer conjunto de
datos contiene un periodo extensoageoximadamente 16.6 segundos. Durante estos
nuevos datos sasertacondiciones qusepueden suscitan el ambito real en lasdes
eléctricadedistribucion tal comounaumentalecargaenuninstantedetiempo,ademas

de las diferentes superficieg @ontacto a la que se puede producir una falla de alta
impedancia, las cuales fueron mostradas en las tablas 1y 2.

Tablal5. Primeresquema dpruebaparavalidacion ddos modelontrenados

Superficie] N/A | Soncreto) Hierba [y Cesped
Reforzadqg mojada mojado
Condicion Condicion

Inserciéon Normal Inserciéon Normal Insercion

Condicion/ Clase0 Clase0

Clase - Falla Falla Falla

Condicion| cjase 1 Clase 1 Clase 1

Normal Aumento Aumento

Clase 0 deCarga deCarga

tiempols] |0s 0.33s | 1s|1.5s 2s \35 3.5s 4s \55
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Tablal6. Segundesquemalepruebaparavalidaciondelos modelosentrenados25%
de carga eléctrica

Superficie N/A Pasto N/A FEEIE N/A Pasto
seco seco
seco
Condicion Condicion
| . Normal | ., Normal | .
Condicién/ nsercion|  ~jage g | INSereion)  ~jage g | INsercion
Clase - Falla Falla Falla
Condicion|  Clase 1 Clase 1 Clase 1
Normal Aumento Aumento
Clase0 deCarga deCarga
tiempo[s] |0Os 0.0355\ 2s|3s 4s| |6s 6.5s 8s| |10s

Tablal7.Terceresquema dpruebgparavalidaciéndelos modelosentrenados

Ramade Ramade
Superficie N/A arbol N/A arbol N/A
Condicion Condicion
Condicién/ Insercion Normal Insercion Normal
Clase Condicién Falla Clase 0 Falla Clase 0
Normal Clase 1 | Aumento Clase 1 | Aumento
Clase 0 deCarga deCarga
tiempols] Os 2s 4s 6s 8s 10s

Enlafigura78y 79 semuestrdosrespectivogonjuntodedatosgeneradognel entorno

de simulacion MATLAB/Simulinkpara evaluar las diferentes arquitecturas de redes
neuronales entrenadas, en ellas se visualiza la forma de onda de operacion normal de
corriente eléctrica, la cual es una onda sinusoidal pura, mientras que la onda de la
corrienteeléctricaquesedaenunafalla dealtaimpedancigresentaerturbacionedales

como la asimetria en la que los valores picos maximo positivo y negativo presentan
diferentes amplitudes, ademas de no linealidades presentes en esta onda . Ademas, en
estas figuras se muestra una sefial cuadrada la cual hace referencia a lasclbda de
respectiva la cual Unicamente presenta dos instancias, clase 0 indicando que en el
alimentador existe un flujo de corriente eléctrica en condiciones normales, mientras que
la clase 1 indica que existe una falla de alta impedancia en la lineacaelétdri
distribucion, la cual puede ser causada por una de las superficies de baja conductividad

eléctrica mostrada en la Tabla 2.
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Corriente Fase

CLASE 0 (NORMAL) CLASE 1 (PRESENCIA DE FALLA)

1

0.8

0.6

0.4

0.2

o]

0 1 2 3 4 5 6 7

Figura78. Sefnalde corrientedenormaloperaciory defalla del conjuntodel primer
conjunto deevaluacion
I YA WA WA WA WA

o T NN NN
v V. WV VvV V

CLASE 0 (NORMAL) CLASE 1 (PRESENCIA DE FALLA)

1

0.5

0

0 0.05 0.1 0.15
Offset=0

Figura79. Ondadecorriente eléctricaenormaloperacién ydefalla dealtaimpedancia

Las siguientes figuras 80, 81, 82, 83, 84 y 85 muestran el desempefio de las dos
arquitecturasviultiPerceptron Layerde siete y nueve capas respectivamente mediante
diagramagircularesenlasquesedetallael porcentajeledetecciérobtenidoparalasdos
claseDy 1. Unporcentajede predicciondel 37.5%seobtuvoenlasmuestrasle clase0

mientras que en las muestras de clase 1 se obtuvo un porcentaje superior al 87.53%,
resaltando que este modelo tiene la capacidad para predecir conjuntos de cdias de f

de alta impedancia, mientras que los datos de operacion nominal los predice
incorrectamente. En el caso de la red MPL de nueve capas se obtuvo un 99.8% de
predicciones correctas de datos de falla de alta impedancia, mientras que un 74.86% de
predicconescorrectagparadatosdeclase0, lo quedemuestrgueamedidaqueseagrega

capasy sehacemasprofundala arquitecturaVPL, puedereducirsesl margendeerroren

las predicciones y generalizar de manera eficiente ante nuevos datos
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PORCENTAJE DE PREDICCIONES DEL CONJUNTO DE DATOS 1
Clase 0 - Modelo 1 MPL Clase 1 - Modelo 1 MPL

Incorrecto

Incomecto
Correcto
Correcto

Figura80.Porcentajee prediccioneslela primeraredneuronaMPL (Secuencia

de datos 1)
PORCENTAJE DE PREDICCIONES DEL CONJUNTO DE DATOS 2

Clase 0 - Modelo 1 MPL Clase 1 - Modelo 1 MPL

Correcto Incarrecto
Incorrecto Correcto

Figura81.Porcentajale prediccioneslela primeraredneuronaMPL (Secuencia
de datos 2)

PORCENTAJE DE PREDICCIONES DEL CONJUNTO DE DATOS 3
Clase 0 - Modelo 1 MPL Clase 1 - Modelo 1 MPL

Incorrecto
Correcto
Incarrecto
Carrecto

Figura82.Porcentajale prediccioneslela primeraredneuronaMPL

(Secuencia de datos 3)
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PORCENTAJE DE PREDICCIONES DEL CONJUNTO DE DATOS 1

Clase 0 - Modelo 2 MPL Clase 1 - Modelo 2 MPL

Incormecto Incorrecto

0.0% 06%

100.0% 99.4%

Correcto Correcto

Figura83. Porcentajale prediccioneslela segundaedneuronaMPL (Secuencia

de datos 1)
PORCENTAJE DE PREDICCIONES DEL CONJUNTO DE DATOS 2

Clase 0 - Modelo 2 MPL Clase 1 - Modelo 2 MPL

Incorrecto

Incorrecto
37.6%

0.0%

100.0%
62.4%
Carrecto

Correcto

Figura84. Porcentajale prediccioneglela segundaed neuronalMPL (Secuencia

de datos 2)
PORCENTAJE DE PREDICCIONES DEL CONJUNTO DE DATOS 3
Clase 0 - Modelo 2 MPL Clase 1 - Modelo 2 MPL
Incarrecto
Incorrecto

37.8%
0.0%

100.0%

62.2%
Correcto

Correcto
Figura85. Porcentajale prediccioneslela segundaedneuronalMPL (Secuencia
de datos 3)

Lafigura86 muestrdosresultado®btenidosal evaluara redneuronakonvolucionade
siete capas con tres nuevosnjuntos de datos no vistos por el modelo durante el

entrenamientoParala deteccioncorrectade eventosde operacionnormal(clase0), se
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logré un porcentaje de prediccion promedio H&B3%, mientras que un 82.06% de las
predicciones fueron incorrectas de porcentaje, es decir, estas muestras se clasificaron
como fallas cuando en realidad eran muestras de normal operacion. Por otro lado, las
figuras 87 y 88 muestran las prediccionedizadas por la red convolucional 1, en la
deteccidon correcta de eventos de fallas de alta impedancia (clase 1) se obtuvo un
porcentaje del 72.76%, frente a un 27.23% de predicciones incorrectas, lo que significa
gueel modeloclasificd estoseventoscomoclase0 cuandoenrealidaderanfallasde alta

impedancia.

120.00%
100% 100%

100.00%
7.60%
80.00%
58.59 63.80%
60.00% ) 4.49
41.40% 45.50%
40.00% 36.19
20.00% 12.39%
.019 0%
0.00% .

%Clasificacion % Clasificacion % Clasificacion % Clasificacion
Correcta ClaseO Incorrecta Clase0 Correcta Clasel Incorrecta Clasel

m Conjunto de datos 1 ~ mConjunto de datos 2  m Conjunto de datos 3

Figura 86. Porcentaje de predicciones de la tercera arquitectura red neuronal
convolucional

3. Predicsiones vs. w5alida Realiaa '. TMuestra 120" Predicha: I, Reali 1
= Muestra 1 - Predicha: 1, Real: & = = lMuestra 121 - Predicha: @, Real: 1 ]
= Muestra 2 - Predicha: 1, Real: 8 . = lMuestra 122 - Predicha: @, Real: 1 |
" Muestra 3 - Predicha: 1, Real: @ * ® Muestra 123 - Predicha: @, Real: 1 E
* Muestra 4 - Predicha: 1, Real: @ & = Muestra 124 - Predicha: @, Real: 1 =
® Muestra 5 - Predicha: 1, Real: @ = = Muestra 125 - Predicha: @, Real: 1 =
i Muestra 6 - Predicha: 1, Real: @ E E Muestra 126 - Predicha: @, Real: 1 |
= Muestra 7 - Predicha: 1, Real: @ ® = Muestra 127 - Predicha: @, Real: 1 3
E Muestra 8 - Predicha: 1, Real: @ = " Muestra 128 - Predicha: @, Real: 1 E
= Muestra 9 - Predicha: 1, Real: @ & " Muestra 129 - Predicha: @, Real: 1 .
% Muestra 18 - Predicha: 1, Real: @a « Muestra 130 - Predicha: @, Real: 1 1
. Muestra 11 - Predicha: 1, Real: aE Muestra 131 - Predicha: @, Real: 1 ]
= Muestra 12 - Predicha: 1, Real: @® : Muestra 132 - Predicha: @, Real: 1 &
= Muestra 13 - Predicha: 1, Real: ar: " Muestra 133 - Predicha: @, Real: 1 .
E Muestra 14 - Predicha: 1, Real: @} » Muestra 134 - Predicha: @, Real: 1 E
® Muestra 15 - Predicha: 1, Real: @. = Muestra 135 - Predicha: @, Real: 1 =
® Muestra 16 - Predicha: 1, Real: @ = = Muestra 136 - Predicha: @, Real: 1 =
 Muestra 17 - Predicha: 1, Real: BE E Muestra 137 - Predicha: @, Real: 1 &
 Muestra 18 - Predicha: 1, Real: o= " Muestra 138 - Predicha: @, Real: 1 -
E Muestra 19 - Predicha: 1, Real: @] » Muestra 139 - Predicha: @, Real: 1 E
® Muestra 28 - Predicha: 1, Real: @. E Muestra 148 - Predicha: @, Real: 1 =

Figura87.Prediccionesncorrectasiela redneuronalkonvolucionall

82



L L L S EE R AL ek it LAl ol o MESErR L 18G s Predichad. Bu uRRalin La e,
= . ! . " Muestra 181 - Predicha: @, Real: @ »
"Muestra 841 - Predicha: 1, Real: 1 = :.1 fre 182 - Predicha: B' Real: @ &
:.‘-luestr'a 842 - Predicha: 1, Real: 1 - :'_IUES ra B red:!.cha: ! eal: u
mMuestra 843 - Predicha: 1, Real: 1 = u Muestra 183 - Predicha: @, Real: @ J
. * . = Muestra 184 - Predicha: @, Real: @ =
=sMuestra 544 - Predicha: 1, Real: 1 « . * =
. * . ® Muestra 185 - Predicha: @, Real: @ =
=Muestra 845 - Predicha: 1, Real: 1 = - ! =
:.1 t 846 Predicha: 1’ Real: 1 ° % Muestra 186 - Predicha: @, Real: @ o
:..-ues ra T TrE :!'c a: s nea - " Muestra 187 - Predicha: @, Real: @ =
:..-luestr“a B47 - Preg:!.c:a: L Rea}: 1 ® Muestra 188 - Predicha: @, Real: @ E
:u.-luestr‘a B48 - Pre :!.c a: 1, Real: 1 . * Muestra 189 - Predicha: @, Real: @ =
:u.-luestr‘a 843 - F‘r‘ed:!.chai 1, Reali 1 ® Muestra 198 - Predicha: @, Real: @ .
...-luestr‘a 5@ - Pred:!.cha. 1, Real: 1 . " Muestra 191 - Predicha: @, Real: @ .
"Muestra 851 - Predicha: 1, Real: 1 . ® Muestra 192 - Predicha: @, Real: @ .
Juestra 852 - Pr‘ed:!.cha: 1, Real: 1 - ® Muestra 193 - Predicha: @, Real: @ -
Juestra 853 - Predicha: 1, Real: 1 = " Muestra 194 - Predicha: @, Real: @ &
Juestra 854 - Pr‘ed:!.cha: 1, Real: 1 - :u'-1uestr‘a 195 - Predicha: @, Real: @ .
HMuestra 855 - Predicha: 1, Real: 1 = = Muestra 196 - Predicha: @, Real: @ =
Juestra 856 - F‘r‘ed:!.cha: 1, Real: 1 ® Muestra 197 - Predicha: @, Real: @ =
Juestra 857 - Predicha: 1, Real: 1 - = Muestra 198 - Predicha: @, Real: @ -
Huestra 858 - Predicha: 1, Real: 1 ] ® Muestra 199 - Predicha: @, Real: @ =
SHMuestra 859 - Predicha: 1, Real: 1 1 ® Muestra 288 - Predicha: @, Real: @ &
Muestra 86@ - Predicha: 1, Real: 1 } = Muestra 281 - Predicha: @, Real: @ &
S EmEEEEEEEEEEEEEEEEEsESsSEES&EE= - @asEERERRSEEEEEEEEEERGEsElEnE A AR RE S

Figura88. Prediccionegorrectasiela redneuronakonvolucionall

Sepuedevisualizarenla siguientefigura, el rendimientadela redneuronakonvolucional
propuestala cualcontienel2 capasEstaredneuronamuestraesultadosnasfavorables
encomparaciortonla anteriorred convolucionaldemaneragenerakepuedeanterpretar
gueestaredtienemenorporcentajeleerror.Pardasmuestrasieclasel estaredclasifico
correctamente el 47.76%ientras que un 52.36% las clasific6 de manera incorrecta, es
decir, la red neuronal las interpreto como eventos de falla. Los eventos de clase 1 se
clasificaron de manera correcta en un 72.86%, mientras que un 27.16% se clasifico
incorrectamenteomoclas 0, cuandcenrealidaderaneventogefalla dealtaimpedancia
(Verfigura90).Enresumenenlasgréaficas89y 91, seobservaqueestemodelopresenta
mejoras en laeteccion deventos de clage en comparativdela red convolucional de
sietecapas, mientras que para eventos de clase 1 se mantiene una precision superior al
70%.

Predicha: [0,9999762], Real: 1.0

o)

150

100

—50

—100 +

=150 4

Figura89. Clasificacioncorrectadela redneuronakonvolucional
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Porcentaje de prediccion red convolucional
2

m Conjunto de datos 1 mConjunto de datos 2  m Conjunto de datos 3

99.60% 100%
87.39%
63.80%
4.689

45.31%
0,

1.09% 36.19

2 60%
0.39%
% Clasificacion % Clasificacion % Clasificacion % Clasificacion

Correcta Clase 0 Incorrecta Clase 0  Correcta Clase 1 Incorrecta Clasel

Figura90. Porcentajale prediccioneslela cuartaarquitecturaedneuronal
convolucional

Predicha: [0.4990845], Real: 0.0

150+

100 4

—50 -
—100 -

=150 -

! T T r T 1)

Q 1 2 L] 4 3 [+

Figura91l. Clasificacioncorrectadela red neuronatonvolucional Zolase0

Enel diagramalebarrasnostradeenla figura92, sevisualizael porcentajaleprediccion
obtenido de la maquina dsporte vectorial, un modelo de aprendizaje automético
empleado especificamente para tareas de clasificacion y regresion. En el gréfico se
visualizan porcentajes muy cercanos al 100% tanto para la clase 0 (ausencia de falla)
como parala clasel (presenciade falla de alta impedancia).Ademas,se muestran

84



porcentajes inferiores de clasificacion incorrecta para las respectivas clases. Un 99.78%
y un98.14%declasificacioncorrectadelasclase®y 1 respectivamentelestacara alta
precision del modelo para distinguir entre estas clases. Por otro lado, solo el 0.21% y
1.81% de las muestras fueron clasificadas incorrectamente. Adicionalmente, la baja tasa
deerrorsugiereunaexcelentecapacidadie generalizaciénlel modeloantenueve datos,

lo cual es vital para su implementacion en escenarios reales.

Porcentaje de prediccion SVV
C=0.01

mConjunto de datos1  mConjunto de datos 2  m Conjunto de datos 3

100.0099. 36490.00% 96.93099-61%98%

| —

% Clasificacion Correcta % Clasificacion % Clasificacion Correcta % Clasificacion
Clase 0 Incorrecta Clase 0 Clase 1 Incorrecta Clasel

Figura92. Porcentajee prediccionesle maquina desoportevectorial(SVM)

A continuacion, se muestran lguras 93 y 94, donde se muestra en primera instancia
todaslassalidas predichas pta maquinade soportevectorial, en dondee visualizdas

clases del segundo conjunto de datos propuesto en la tabla A, en esta se puede observar
gueel algoritmopuedepredecircorrectamenttasclase€ y 1 ensumayoriaaexcepcion

de ciertas muestras en las que el algoritmo de inteligencia artificial predice la clase de
maneraerroneakn la figura 94 sepuedeobservaenla ventanade dato359 setieneuna
prediccion declase0, mientras quen lasiguienteventanadedato 360 séieneunafalla

de alta de alta impedancia, esto demuestra la alta capacidad del modelo de aprendizaje
automaticaradiscernireficientemententreun eventodeoperaciomominaly unafalla

de alta impedancia.
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Figura93. Salidgpredichapor partedela SVM

i [27] Muestra 342 - Predicha: @, Real: @
o Muestra 343 - Predicha: @, Real: @
EE} Muestra 344 - Predicha: @, Real: @
Muestra 345 - Predicha: @, Real: @
Muestra 346 - Predicha: @, Real: @
Muestra 347 - Predicha: @, Real: 8
Muestra 348 - Predicha: @, Real: 8
Muestra 349 - Predicha: @, Real: @
Muestra 35@ - Predicha: @, Real: @
Muestra 351 - Predicha: @, Real: @
Muestra 352 - Predicha: @, Real: @
Muestra 353 - Predicha: @, Real: @
Muestra 354 - Predicha: @, Real: @
Muestra 355 - Predicha: @, Real: @
Muestra 356 - Predicha: @, Real: @
Muestra 357 - Predicha: @, Real: @
Muestra 358 - Predicha: @, Real: @
Muestra 359 - Predicha: @, Real: @
Muestra 368 - Predicha: 1, Real: 1
Muestra 36l - Predicha: 1, Real: 1
Muestra 382 - Predicha: 1, Real: 1
Muestra 383 - Predicha: 1, Real: 1
Muestra 384 - Predicha: 1, Real: 1
Muestra 365 - Predicha: 1, Real: 1

Figura94. Muestras predichadelasclase® y 1 mediantda SVM

De la tabla 18 se puede concluir que los modelos de 9 capas MBA{una de soporte
vectorial (SVM) presentan un desempefio eficiente en la tarea de deteccion de fallas de
altaimpedancialos porcentajesle 74.6%y 99.8de prediccionesorrectagarala clase

0y 1, respectivamente muestran que la red MPL puede seanmaplada considerando
latasadeerrorquepresentantemuestrasleclase0. Porotrolado,el modelodemaquina
desoportevectorialpresentain 99.78y 98.14%de prediccionesorrectagparala clase0

y 1 respectivamente. Estos resultadobrayan la eficacia de la SVM en minimizar los

erroresde clasificacion,lo que la haceparticularmenteadecuadgaraestapropuesta,
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dondela precisionescrucialyaqueunerrorconllevaridalsasalertasEnresumenambos

modelos son seleccionados para ser implementados en una tarjeta Raspberry Pi 4.

Tablal8. Porcentaje dprediccionpor partedelos modelogle IA antenuevosdatos

% Prediccién ante nuevosdatos
Conjunto de Conjunto de Conjunto de
datos 1 datos 2 datos 3
Porcentajede Porcentajede Porcentajede
Modelo prediccion prediccion prediccion
Clase0 Clasel Clase0 Clasel Clase0 Clasel
Crret. 1 Crret. T Crret. 1 Crret. 1 Crret. 1 Crret. 1
Inc. Inc. Inc. Inc. Inc. Inc.
IA 1(Red 100% 62.6% 0% 100% 12.6% 100%
MPL) 0% 37.4% 100% 0% 87.4% 0%
IA 2 (Red 100% 99.4% 62.4% 100% 62.2% 100%
MPL) 0% 0.6% 37.6% 0% 37.8% 0%
IA 3(Red 41.40% | 63.80% 0% 54.49% | 12.39% 100%
CNN) 58.59% | 36.19% 100% 45.50% | 87.60% 0%
IA 4 (Red 99.60% | 63.80% | 31.09% | 54.68% | 12.60% 100%
CNN) 0.39% 36.19% | 68.90% | 45.31% | 87.39% 0.0%
100% 96.93% | 99.36% | 99.61% 100% 97.89%
IA 5 (SVM) 0% 3.06% 0.63% 0.38% 0% 2.10%

De los modelos seleccionados se puede visualizar en la figuraeSdmbos presentan

métricas eficientes al evaluar la prediccién en el conjunto de evaluacion utilizado del

conjunto de datos utilizado para el entrenamiento de las diferentes redes neuronales, de

igual forma los modelos restantes presentaron métricaganéds, no obstante, su

capacidadie generalizaciértorrectaantenuevosdatossesituéenel rangode 27.93%y

79% paradatos declase 0 y 1 respectivamentls estdorma estos modelos presentaron

una baja prediccion para datos de operac@mal.

1.002

[EnY

0.998
0.996
0.994
0.992

0.99
0.988
0.986
0.984

Modelo 1A 1

Modelo IA 2

Modelo IA 3
MPL(7 capas) MPL(9 capas) CNN(7 capas)

CNN(12
capas)

(lineal)

Comparativa métricas modelos de 1A entrenados

B

ModeloIA4 Modelo 5 SVNV

m Exactitud
H Precision
Recall

F1-score

= ROGAUC

Figura95. Comparativasnétricasdelos modelos de IApropuestos



3.5.4Evaluacion del modelode inteligencia artificial condatosrealesdeclaseOy 1

Enestaseccionseevalluanos dosmodelosdeinteligenciaartificial seleccionado@PL

de nueve capas y SVM) con la menor tasa de error utilizando datos reales extraidos de
oscilografias de equipos de proteccién instalados en subestaciones eléctricas. Los datos
reales contienen muestras de la onda sinusoidal de corr@nteah de un alimentador

de distribucion y onda de corriente eléctrica cuando se presenta una falla de alta
impedancia. El objetivo es analizar la capacidad de ambos modelos para clasificar
correctamentasrespectivaslaseq0 o 1) antedatosrealesdecampo prestand@special
atenciéon a la deteccion de fallas de alta impedancia, las mismas que son dificiles de

identificar debido a sus caracteristicas sutiles y variables.

En la figura 96 se muestra una oscilografia extraida de un alimentadstrd®icdion
eléctrica, en la que se muestra las ondas sinusoidales de corriente eléctrica del sistema
trifasico en condiciones normales, ademas, se ilustra una onda sinusoidal pura sin

presencia de las caracteristicas de asimetria ni no linealidades.

IR SIGRA V461 - [Sefiales en funcién del tiempo - 20240515,36633377,-5t,,, Ingeteam.CFG: 5/15/2024 3:10:33 PM.206]
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Figura96. Datos realedle corrientenominal deun alimentadoe distribucion




Este conjunto de datos de la oscilografia de datos reales es exportado a un archivo csv
para evaluar de esta forma las predicciones ejecutadas por los modelos de inteligencia
artificial MPL y SVM respectivamenté&nlassiguientesiguras97,98y 99 sevisualizan

los resultados obtenidos, ante una secuencia de datos reales de una omdant® co
eléctrica, en donde se ilustra que el modelo de inteligencia artificial MPL predice

eficientementdas 40 muestragjasificandolas como clage con unl00%de precision.

Prediccion: [5.4480326e-05], Real: 0.0 Prediccion: [1.6924867e-05], Real: 0.0

Numero de ventana: 8, Valor RMS: 35.38 Namero de ventana: 19, Valor RMS: 34.56
40 a0
20 20
1] 0
—-20 -20
—40 —40
0 1 2 3 a 5 6 5 T z T B 2y 7
Prediccion: [2.2270147e-05], Real: 0.0 FIEICCION: | 1.D14/ 133€-U3], Keal: u.u
NUmero de ventana: 22, Valor RMS: 35.19 Nimero de ventana: 36, Valor RMS: 34.5
40 40
20 20
o [
-20 _20
—40 —40
- . -r ~ . v v
g L g 2 3 2 & 0 1 2 3 4 5 6

Figura97. Prediccionededatos realede Clase0, red MPLdenuevecapas

Porcentaje de predicciones correctas para la clase o: 180.8
Porcentaje de predicciones incerrectas para la clase @: 8.8 %

PORCENTAJE Y NUMERO DE PREDICCIONES SECUENCIA DE DATOS REALES

Numero de Predicciones Correctas e Incorrectas Clase 0 - Porcentaje de Predicciones

40 4 Clase O

Incorrecto

Nimero de muestras

151 100.0%

Correcto

Correcto Incorrecto
Predicciones

Figura98. Graficodeprediccioneslel modeloMPL



Mimero de wventana Prediccidn Real Wdmero de ventana Prediccidn Real B

SAN )

- 0 0 0000017 0O 20 0000017 00 (O
1 1 0000018 0.0 21 0000013 0.0
2 2 0000022 00 = 27 Q000022 00
3 3 0.000055 00 e " doodsy " Tod "
4 4 0000017 0.0 24 0000017 0.0
5 5 0000017 0O 25 0000017 0.0
6 §  0.000015 00 26 0000013 0.0
7 7 0000022 00 27 0000022 0.0
8 T 8 0000054 00 . 28 0000055 00
9 :"é"'ﬁt-dufnﬂ."'t-'n')"': 29 0.000017 0.0
10 10 0000017 0.0 30 0000017 0.0
" 11 0000013 00 31 D.O0D0OTE 0.0
12 12 0000022 0.0 32 0000022 0.0
13 13 0000055 0.0 33 0000055 0.0
14 14 0000017 0.0 34 0000017 0.0
15 15 0.000017 0.0 35 0000017 0.0
16 16 0000013 0.0 " 35 00000138 00 %
17 17 0000022 0.0 37 0000022 0.0
18 15 0.000055 0.0 3% 0000057 0.0

ANEEEEEEEEEEEEEEEERER
19 i 19 0000017 0O = 3 0.000017 0.0

Figura99. Prediccionesealizadagpor el modelodeinteligenciaartificial MPL

Los resultados de las figuras 100, 101 y 102 muestran las predicciones realizadas por el
modelode maquinas de vectores de soporte (SVM), ingresando datos reales de clase 0
(corriente eléctrica nominal o ausencia de falla). De manera general, se puede visualizar
gueel modeloobtuvoun desemperfimixto enlasprediccionegjecutadasyaquealgunas

muestras presentaron discrepancias entre la clase predichay la real.

Enlasventanad,2,6,7,11,12,16,17,21,22,26,27,31.32,3@&ltonjuntode datosreales
ingresadolasprediccionesealizadagporla SVM no sealinean o queindicaunerrorde
clasificacion, mientras que para 24 ventanas restantes de datos el modelo predice
correctamente. Siembargogxisteun margen muyestrecho entrambas predicciones y

la generalizacion del modelo la cual dio como resultado un 60%reticciones
correctamentanteun 40%demanerancorrectalo cualpuedemarcarunadesventajal
momento de implementar dicho modelo ya que cada tres muestras se visualizan que el
modelo predice de manera incorrecta, lo que puede conllevar a falsaasat&r un
sistema critico, como el eléctrico. En comparativa con la red neuronal MPL de nueve
capas evaluada anteriormente presenta una precision del 100% de precision frente a un
60% de precision por parte de la SVM.
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Prediccion: 1.0, Real: 0.0 Prediccién: 0.0, Real: 0.0

Numero de ventana: 2, Valor RMs: 35.42 Numero de ventana: 14, Valor RMS: 34.69
a0 40
204 20
0 o
_20 -20
-0 40
i ) T z a z = o 1 2 5 a 5 6
Prediccién: 0.0, Real: 0.0 o
Numero de ventana: 25, Valor RMS: 35.7 Prediccion: 1.0, Real: 0.0
Nimero de ventana: 37, Valor RMS: 35.42
W0
0
0 20
0l 0
=20 =2l
—an —a0
0 1 2 3 4 5 [ 0 & x 3 a 5 5

Figural00.Predicciones ddatos reales;lase0, algoritmoSVM

Porcentaje de prediccicnes correctas para la clase @: &9.@ %
Porcentaje de predicciones inceorrectas para la clase @: 42.8 %

PORCENTAJE Y NUMERO DE PREDICCIONES DATOS REALES ALGORITMO SVM

Numero de Predicciones Correctas e Incorrectas Clase 0 - Parcentaje de Predicciones
25
Clase 0
Incorrecto

20 -
n
i

RN
3
E
L
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£ .
=
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g

Comrecto
o T
Correcto Incorrecto
Fredicciones

Figural01.Graficodeprediccioneslel algoritmoSVM
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Mimero de ventana Prediccion Real MNdmero de ventana Prediccion Real

0 0 0o 00 20 0o 0o
1 1 10 0.0 21 10 00
3 s 2 10 00 = 22 10 00
G EEEEEEEEEEEEEEEEERY
3 £ 0o 00 23 00 0o
4 4 00 00 24 00 00
5 5 00 0.0 s 00 0.0 =
G EEEEEEEEEEEEEEEEERY
5 8 10 0.0
7 7 10 0.0 27 10 00
8 8 00 00 28 00 0o
5 g 00 00 29 00 00
10 10 00 00 30 00 0o
11 1 10 00 31 10 o0
12 12 10 0.0 32 10 0.0
13 13 0o 00 33 00 0o
14 214 oo o0 . 34 0o 0o
SmssmmEEEmmsEEERE D
15 5 g 35 00 0o
15 18 10 0.0 . ]
17 17 10 0.0 s 10 00¢=
G EEEEEEEEEEEEEEEEERY
18 12 00 00 38 00 00
19 19 00 00 39 00 0o

Figural02.Predicciones realizadasr el algoritmoSVM

Paracorroborar la precision y eficacia de los dos modelos MPL y SVM se despliega un
nuevo conjunto de datos reales con un valor de amplitud pico incrementado (Ver figura
103), un mayor numero de muestras y por ende un amplio nimero de ventanas, lo que
permitiraanalizada precisiondedatosdeclase0 por partedelos modelosdeinteligencia

artificial.
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Figural03.Corrienteeléctricareal de flujonominaldecarga



Se analizan los resultados obtenidos ante un nuevo conjurdatoe en donde se
comprueba que la red MPL presenta un porcentaje de clasificacién eficiente en
comparativa con el algoritmo SVM. Un porcentaje del 100% frente a un 53.3% (Ver
figuras 104 y 105) lo que demuestra que esaVIPL profunda es capaz dksciminar
correctamente los eventos de clase 0, siendo capaz de distinguir entre un aumento de
carga y flujo nominal de corriente eléctrica, no produciendo falsas detecciones o
clasificaciones incorrectas (Ver figura 106).

Porcentaje de
Parcentaje

predicciones correctas para la clase &: 188.8 %

de predicciones incorrectas para 1a clase B: 8.8 %

PORCENTAJE Y NUMERO DE PREDICCIONES DATOS REALES IA MPL

Numero de Predicciones Correctas e Incorrectas Clase 0 - Porcentaje de Predicciones

Clase 0
160 4

140 + Incorecto

0.0%

100 4

a0 4

Numero de muestras

60 100.0%

407 Correcto

20 1

Comecto INCormrecto
Predicciones

FiguralO4.Porcentajg/ predicciones antefatosrealesde clase0, MPL

Porcentaje de predicclones correctas para la clase 8: 53

Porcentaje de predicciones incorrectas para la clase 8: EEEEE EEEGEES K

PORCENTAJE Y NUMERO DE PREDICCIONES DATOS REALES ALGORITMO SVM
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Figural05.Porcentajg prediccionesantedatosrealesde clase0, SVM



Prediccion: 1.700000029813964e-05, Real: 0.0 Prediccion: 1,700000029813964e-05, Real: 0.0

Numero de ventana: 114, Valor RMS: 78.22 Numero de ventana; 159, Valor RMS: 77.39
150 150 -
100 4 1000 4
50 50
f
o 0
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Figural06. Detecciéreficientede eventos delase0, MPL

Posteriormentéos respectivosnodelosseleccionadoseevallarutilizandodatosreales

de un evento de alta impedancia presentado en un alimentador de distribuciéon y
recolectados de un relé de proteccion (Ver figura 107). Este conjunto de datos es
procesado mediante una ventana de datos saverlapde 1 ciclo, obteniéndose 33
ventanas de fallas de alta impedancia, las cuales son utilizadas como datos de entrada
paraevaluaros modelosdeinteligenciaartificial MPL y SVM. Enla formadeondareal
deunafalla dealtaimpedanciasepuedeobservaia presencialenolinealidadenla onda

de corriente eléctrica, asi como la caracteristicabuidup, donde se aprecia el
incremento de la corriente eléctrica durante apnagiamente 4 ciclos hasta alcanzar un
estado estable. En este caso la presencia de la caracteristica de asimetria es minima, lo
gue permite evaluar la la robustez del modelo para predecir la clase de los datos de
entrada, como una corriente normal de cavgka presencia de un evento de alta

impedancia en la red eléctrica de media tension (13.8kV).
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Lasprediccione®btenidasleambosnodelossepresentarnlasFiguras108,109y 110,

donde los resultados muestran un desempefo notablemente superior de la red MPL, la
cual, de las 33 muestras evaluadas, predice correctamente 26 y 7 errbneamente. En
contraste, el algarno SVM logra 20 predicciones correctas y 13 incorrectas. Esto se
traduceenun porcentajadeprecisiondel 78.79%y 60.61%paralaredMPL y el algoritmo

SVM respectivamentd.a mayorprecisiondela red MPL sugiereunacapacidadobusta

y eficiente para discernir eventos de fallas de alta impedancia, ya que, al emplear
multiples capas ocultas y técnicas de regularizacion, puede capturar las caracteristicas
complejas como la no linealidad y caracteristicas sutiles colmgléupy las minimas
asimetrias en la onda de la corriente eléctrica. Esta ventaja se refleja en la capacidad de
esta red neuronal para generalizar mejor en presencia de variaciones en los datos de la
sefial de entrada, subrayando el uso de inteligencia artjj@ial aplicaciones criticas
comolos sistemasleprotecciorny diagnosticaefallasenredeseléctricagdedistribucion.

Prediccion: 1.0, Real: 1.0 Prediccion: 1.700000029813964e-05, Real: 1.0
Namero de ventana: 0, Valor RMS: 177.19 MNumero de ventana: 7, Valor RMS: 285.75

1A N

200 200

/\ | /
\/ M/\\ m// \\ / \\\ /’/

/
/
—400 4 -400

=]

0 1 2 3 4 5 6 0 1 2 3 4 5 6
Prediccidn: 1.0, Real: 1.0 Prediccidn: 1.0, Real: 1.0
Numero de ventana: 14, Valor RMS: 284.07 Mumere de ventana; 26, Valor RMS: 318.31
400 ’-\ 4 4007 \'1 /\
\ ; \ [\
200 / ll \ llll
/ 200 |
\ \ ;
\ \ /
] \ o /f / \

—200 \\ /I \ \ f/ 00 / II‘\ / \
%t \/ o\ \\J \\J

0 1 : 3 3 5 5 0 1 2 3 a 5 5

Figural08.Predicciones deventode altaimpedancigclasel), MPL
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Figural09.Predicciones realizada®r la redMPL, antedatosrealesde clasel
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14 14 1.0 1.0 3.0 1.0 1.0
13 15 1.0 10 320 0o 10

Figurall0.Predicciones realizada®r el algoritmoSVM, antedatosreales delasel

A manera de resumen, de los cinco modelos de inteligencia artificial propuestos, la red
neuronal perceptrén de nueve capas presentd el mejor desempefio y robustez en la
prediccion de las clases 0 y 1, tanto con datos simulados como con datosHleades.

de técnicas avanzadas de entrenamiento y regularizacion contribuyen a su robustez y
supeior desempefio, destacandose como la opcibn mas viable entre los modelos
adecuados, para aplicaciones criticas. En este caso la red MPL es implementada en un

sistemaembebido,como una tarjeta RaspberryPi 4, parade estaforma evaluarsu
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capacidadle procesamientg lostiemposderespuestaparaemitir unaalertadefalla de
alta impedancia.

3.5.5Desplieguedel modelode inteligencia artificial enun sistemaembebido

Posteriorment&uegode seleccionata inteligenciaartificial conla minimatasadeerror,

se implementa dicho modelo en un sistema embebido como una Raspberry Pi 4, en esta
tarjeta se realiz6 una codificacion que permitié leer los datos reales y efectuar
prediccioneslelrespectivanodelodelA enformato.pb(Ver Anexo9). Eneldespliegue

del modelo de inteligencia artificial se visualizdé una respuesta eficiente de la tarjeta al
efectuar las predicciones del conjunto de datos de entrada obteniendo tiempo de
procesamientenel ordendemilisegundoslo cual esbeneficioseenaplicacionegriticas

donde el tiempo para emitir una alarma es critico, tal como lo es el sistema eléctrico de
potencia. En este caso los tiempos de procesamiento obtenidos para la prediccion de las
clases 0 y 1 bordeo entre los 14.31ms a los 19.6ms, tiempo reqoueridounidad de
procesamientdela RaspbernPi 4 paraemitir unarespuestalomandoenconsideracion

la frecuenciadela sefaleléctricamuestreadgueesde 60Hz,la cualtieneun periodode
16.66ms, se puede considerar los tiempos obtenidos comenedgi ya que
practicamente el procesamiento de las ventanas de datos el sistema embebido lo efectia
entiemporealenun promediode 16.9msparaemitir unapredicciéndeclase(Ver figuras

111, 112y 113).

V& HIF (WayVNC) - VNC Viewer

File Edit Tabs Help
R RS [t , W, . al

Wastebasket

Figuralll.Prediccioneslela clase0 enel sistemambebido
realizadas por la red MPL (30 muestras)



C) - VNC Viewer

File Edit Tabs Help

Figurall2.Predicciones dia clase0 realizadas pola red MPL enel sistemaembebido

Figurall3. Prediccioneslela clasel realizadgorlared MPLenel sistemambebido

En la figura 114 se visualiza el rendimiento del sistema embebido al ejecutarse la red
neuronaMPL, enla cualsemuestraun consumaderecursocomputacionatiel 42% por

parte de la unidad central de procesamiento acompafadacd@sumo de 575MB de
memoriaRAM. Estosvaloresreflejanunavision claradel nivel decargaqueexperimenta

la tarjeta RaspberryPi 4 al ejecutartareasrelacionadascon una arquitecturade
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inteligenciaartificial. Esimportantedestacagueel tiempodeprocesamientobtenidose
puede interpretar como un procesamiento en

desempeiio fi

Figurall4.Rendimientadel sistemambebidaal ejecutarel algoritmode A

Paraevitarfalsasalertasy mejorarla confiabilidaddepredicciondelos modelosdelA se

implementé mediante codificacion en el sistema embebido (Ver Anexo 9), la cual toma

las predicciones de 30 conjuntos de datos y efectlia un promedio de la clase con mayor
porcentaje de deteccidén, emitiendo de esta forma una alerta. Si la clase mayoritaria
presentees0 seemiteun mensajeéndicandofi F | nomioaldec or r i ent eas@e | ®ct r i
contrario si existen muchas muestras que el modelo predijo como clase 1, se emite un
mensajdi A | aRalladealtai mp e d g\Vercfiguea&l15),conlo cualseprevéalertar

al operador para de esta forma, efectué las acciones pertinentes.

FINFORMACIGN

-NRIQUEZ
BERTO

Reseringita N EB

INFORMACION DIGITALES DE ENTRADA

Nombre

INFORMACION ANALOGICAS DE ENTRADA

Nombre Descripcion

SALIR

Figurall5.Propuestale alarma enn sistemade supervisiomemota
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CONCLUSIONES

Mediantela herramientaATLAB/Simulink selogro el modeladoy la simulaciondeun
alimentador de distribucion eléctrica, utilizando los respectivos bloques ibeeldal
especializada en sistemas de potencia. Se incluyeron bloques de fuente de tension
trifasica, transformador de potencia, lineas de distribucién y las respectivas cargas
electicas. Esto permitié simular el comportamiento del alimentador de la sifresta
eléctrica, ejecutar el flujo de cargay, en diferentes instantes de tiempo, inyectar eventos
defalla dealtaimpedancialos datosfueronadquiridosaunavelocidadde 500muestras

por ciclo, permitiendo capturar una amplia cantidad de informacidluyiendo el flujo

normal de la corriente eléctrica, aumentos de carga y fallas de alta impedancia de las
diferentes superficies no conductoras propuestas en este trabajo. Con estos datos, se
formd undatasetde entrenamiento que contuvo 5965 ventanasattesdcon lo que se
consiguié un eficiente entrenamiento de las diferentes arquitecturas de IA propuestas.

Se propusieron cinco arquitecturas de inteligencia artificial empleando el entorno de
Google Colab y el lenguaje de programacién Python, dos rediésLslyer Perceptron
conconfiguraciérdesietey nuevecapasdosredesconvolucionaleslesietey docecapas

y un algoritmo de maquina de vectores de soportekeonel lineal y un factor de
regularizacién de 0.01, en estas redes se liogpéementar técnicas de optimizacion y
regularizacién, logrando de esta forma asegurar un rendimiento 6ptimo de cada
arquitectura de inteligencia artificial. Cada modelo fue exhaustivamente entrenado
durantel50épocagarala redMPL y 50 épocagarala red CNN endondeseempledel
80%delasventanasie datosparael entrenamientanientrasqueel 20%delasventanas

de datos para validacion.

Las métricas de evaluacion obtenidas al entrenar los modelos de IA reflejaron que los
modelospresentamn desempefieficienteal serevaluadoxonlasmuestraslel 20%de

los datospresentegn el conjuntode entrenamientoEstasmétricaseficientessesituaron

por encima del 95%, lo que demuestra que los sistemas de IA son capaces de predecir
patrones de falls eléctricas, dependiendo de la calidad de la data empleada para el

entrenamiento.

Al evaluar los modelos entrenados, ante conjuntos de datos no vistos durante el

entrenamientose visualizoquela red MPL de sietecapasy las redesconvolucionales
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presentaron errores de prediccidon en la clasificacion de fallas, porcentajes muy bajos en
el rango de 12% al 47% lo que indica que dichos modelos pudiesen encontrarse sobre
ajustados. En particular, se detectd que, atesey nuevos conjuntos de datos, las
predicciones de salida tendian a ser consistentemente de la clase 1. ya que a cada nuevo

conjunto de datos las predicciones de salida que emitian estos modelos eran de clase 1.

El rendimientodela red MPL denuevecapa, seubicéenel rangode 62.2%al 100%de
prediccionesorrectassumamentsuperioral rendimientodela primerared MPL donde

los porcentajesleprediccionesorrectasbarcardesdesl 12.6%al 100%,estadiferencia

en las precisiones se logré debido a que la red de nueve capas posee dos capas ocultas
totalmente de 2048 y 1024 neuronas las mismas que permiten capturar los patrones

complejos presentes en las ventanas de datos de falla de alta impedancia.

Durante la puesta en operacion de la red MPL de nueve capas en la tarjeta Raspberry Pi
4, se pudo visualizar que el consumo de recursos computacionales es notable, ya que la
unidadcentralde procesamientdel sistemaembebidaealizalasrespectivasperacimes

para ejecutar las instrucciones matematicas de la red neuronal, en este caso durante la
ejecucion del modelo se observo un 42% de consumo de la CPU y 575MB de memoria
RAM, ademés de un tiempo de procesamiento de 16.9ms para emitir una etiqueta de
prediccion (Clase 0 o 1). Este tiempo de procesamiento obtenido refleja la viabilidad de

este sistema embebido para la deteccién de este tipo de fallas en tiempo real.

Para minimizar la tasa de error en la prediccion de las clase binaria y falsas alarmas, se
implementdunaldgica,enla quelaredneuronaMPL evaluabdos datosdeentradecada
30ventanasledatos(0.5segundos)paradeestaformaemitir unaalertaemitir unaalerta,
dependiendo de la clase con mayor prediccion en dicho intervalentenas de datos,
conestoseaumentda confiabilidaddel sistemadeinteligenciaartificial enesteambiente

critico como son los sistemas eléctricos de potencia.
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RECOMENDACIONES

Enel presentdérabajosedesarrollun sistemacapazile detectarfallasdealtaimpedancia

en una secuencia de datos provenientes de datos muestreados de una sefal analdgica de
corriente pudiendcemitir unaalertaindicandoel eventodealtaimpedanciaparatrabajos

futurosel modelo puede trabajar en conjo con un sistem@mbebido pargue enviase

l a sefal de dAtripo al rel ® de protecci -n

coordinacién con las demas protecciones del alimentador de energia.

Para obtener una data mas eficiente se debemareahsayos con relés de proteccion,
sistemasleinyecciondecorriente gjecutanda@ontactosonlos conductoregnergizados
y una superficie de alta impedancia, para de esta forma visualizar mediante la

oscilografiaglel relé de proteccion la forma de onda producida al producirse esta falla.
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